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Résumé

Le travail dans cette thèse a pour objectif de proposer un système de reconnaissance

des formes basé sur les règles floues. Afin d’élaborer un système à la fois efficace et com-

pact, nous nous sommes intéressés aux approches de clustering pour la génération des

règles floues et aux méta-heuristiques bio-inspirées pour l’optimisation des paramètres

du système. Nous avons ainsi mené une étude analytique portant sur l’effet des poids

des règles et des fonctions d’appartenance, puis proposé trois modèles de classification.

Le premier modèle se base sur l’optimisation des fonctions d’appartenance par fusion.

Le deuxième modèle se base sur le clustering pour générer les règles floues et les méta-

heuristiques bio-inspirées pour l’optimisation des poids des règles. Dans ce modèle nous

avons utilisée l’optimisation par essaim de particules (PSO) et l’algorithme de recherche

coucou (cuckoo search). Finalement, le troisième modèle, qui constitue notre principale

contribution, se base sur l’utilisation du PSO pour l’optimisation des paramètres de la

méthode de clustering. L’idée de base repose sur le fait que la détermination d’un nombre

optimal de règles revient à déterminer des valeurs adéquates des paramètres d’entrée de

la méthode de clustering. Notre contribution consiste ainsi à considérer la définition de

ces paramètres comme un problème d’optimisation et à utiliser le PSO pour cette tâche.

Pour évaluer les modèles proposés, nous avons effectué des tests sur plusieurs bases de

données et comparé nos résultats avec d’autres méthodes récentes.
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Abstract

The aim of this thesis is to propose a pattern recognition system based on fuzzy rules.

In order to build a system that is both efficient and compact, we focused on clustering

approaches for the generation of fuzzy rules and bio-inspired meta-heuristics for the opti-

mization of system parameters. We therefore, conducted an analytical study on the effect

of rule weights and membership functions, and then proposed three classification models.

The first model is based on the optimization of membership functions by merging. The se-

cond model is based on clustering to generate fuzzy rules and bio-inspired metaheuristics

for rule weight optimization. In this model we used particle swarm optimization (PSO)

and the cuckoo search algorithm. Finally, the third model, which is our main contribution,

is based on the use of the PSO for the optimization of the clustering method parameters.

The basic idea is based on the fact that determining an optimal number of rules is equiva-

lent to determining adequate values of the input parameters of the clustering method. Our

contribution is to consider the definition of these parameters as an optimization problem

and to use the PSO for this task. To evaluate the proposed models, we performed tests on

several databases and compared our results with other recent methods.

Key words : pattern recognition, classfication, bio-inspired, membership function, sub-
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 الملخص
 

 

 

إلى اقتواح نظام التعوف على الأنماطر بناءً على قواعد  طروحة يهدف العمل في هذه الأ  

غامض  )ضبابي (. من أجل تطويو نظام فعال حمضغوطر على ةد سواء ، نحن مهتمون بطوائق 

التجميع لاستحداث قواعد ضبابي  حالاستدلال الاستعواضي المستوةى ةيوياً لتحسين إعدادات 

أحزان القواعد حدالات الإنتماء ، ثم اقتوةنا ثلاث   لهذا أجوينا دراس  تحليلي  ةول تأثيو النظام.

النموذج الثاني  .يعتمد النموذج الأحل على تحسين دالات الإنتماء عن طرويق الدمج .نماذج تصنيف

 استعؤاضي  مستوةاة ةيوياً لتحسين أحزان القواعد. مبني على التجميع لاستحداث قواعد ضبابي  ح

حخوارزمي  بحث الوقواق   (PSO)استخدمنا في هذا النموذج التحسين بجسيمات السوب 

(Cuckoo Search).  أخيوًا ، النموذج الثالث الذي يشكل مساهمتنا الوئيسي   يعتمد على استخدام

تستند الفكوة الأساسي   .لتحسين إعدادات طرويق  التجميع PSO طرويق  التحسين بجسيمات السوب

أن تحديد العدد الأمثل للقواعد يصبح تحديد القيم المناسب  لإعدادات الإدخال لطويق   إلى ةقيق 

 التجميع.

التحسين بجسيمات  تتمثل مساهمتنا في اعتبار تعويف هذه الإعدادات كمشكل  تحسين، حاستخدام

اعد لتقييم النماذج المقتوة ، أجوينا اختبارات على العديد من قو .لهذه المهم    PSOالسوب 

 .البيانات حقمنا بمقارن  نتائجنا مع نتائج طروق ةديث  أخوى
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INTRODUCTION
Introduction générale

Cadre générale et problématique

Les progrès technologiques actuels ont donné naissance à une abondance de données

collectées. Ces données constituent d’importants outils pour le développement des sys-

tèmes automatique de reconnaissance des formes. En revanche, ces données présentent

d’énormes imprécisions et incertitudes. Les approches floues sont l’une des solutions les

bien connues pour la manipulation de ce type de problèmes.

Dans la classification floue un individu peut appartenir à plusieurs classes à divers degrés

en appliquant un ensemble de règles floues de la forme (Si ... Alors ...), basées sur des

valeurs linguistiques de ces attributs. Pour construire un système de classification floue,

les tâches les plus difficiles et les plus importantes sont : l’initialisation des fonction d’ap-

partenance, la génération, l’apprentissage, la sélection des règles, ainsi que le calcul des

degrés de confiance de ces règles. Dans ce contexte, une grande variété de méthodes a

été introduite. Ceci comprend : les méthodes heuristiques ( [3] ; [79] ; [107] ), les algo-

rithmes génétiques (GA) ( [8] ; [27] ; [72] ; [110]), les systèmes immunitaires artificiels

(AIS) ( [7] ; [67]), l’optimisation par les colonies de fourmis (ACO) ( [43] ; [92] ), l’opti-

misation par essaim de particules (PSO) ( [18] ; [40] ; [61] ; [82]), les réseaux de neurones

( [21] ; [84]).

L’avantage des approches basées sur le clustering, dans lesquelles chaque règle corres-

1



Introduction 2

pond à un cluster, réside dans le fait qu’elles permettent de générer des classificateurs ef-

ficaces avec peu de règles. En effet, dans les méthodes traditionnelles de grille-partitions,

l’espace d’entrée est divisé en toutes les régions possibles et chacune d’elles est repré-

sentée par une règle floue. Ce processus génère un grand nombre de règles, en particulier

dans les problèmes de grande dimension où le nombre de règles devient exponentielle-

ment énorme (malédiction de dimensionnalité). Ces règles doivent ensuite être sélection-

nées et réglées. D’autre part, dans les approches basées sur le clustering, les paramètres

des fonctions d’appartenance, c’est-à-dire les centres et les largeurs, peuvent être automa-

tiquement définis en projetant les clusters obtenus. Dans ce travail, nous proposons trois

modèles de classification à base de règles floues en utilisant la méthode de soustractive

clustering.

Objectif et Contributions

Les approches basées sur le clustering ont été largement proposées pour l’initialisation

des fonctions d’appartenance. Dans ces approches, le processus de création est générale-

ment réalisé en deux étapes : L’application de la méthode de clustering et le réglage des

paramètres. Parmi ces approches, [19], [57], [59], [65], [69], [73]. Dans ce travail, nous

proposons trois modèles de classification à base de règles floues en utilisant la méthode de

soustractive clustering et les méthodes d’optimisation bio-inspirées. Les travaux effectués

peuvent être résumés comme suit :

X Une étude théorique pour l’analyse de l’effet des degrés de confience des règles

(poids des règles) et des fonctions d’appartenance sur la performance des systèmes de

classification à base des règles floues. Cette étude est basée sur l’analyse des frontières de

décision et des taux de classification.

X Nous proposons un 1er modèle de classification basé sur des règles floues dans le-

quel la génération des fonctions d’appartenance s’effectue automatiquement à l’aide de la

méthode de soustractive clustering, les fonctions d’appartenance sont ensuite optimisées
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par un algorithme de fusion.

X Nous proposons un 2ème modèle qui comprend deux étapes. Dans la première, la mé-

thode de soustractive clustering est appliquée aux données d’apprentissage pour obtenir

différentes régions et pour l’initialisation des fonctions d’appartenance. Dans la deuxième

étape, les poids des règles sont générés automatiquement par une méthode d’optimisation

bio-inspirée.

X Nous proposons un 3ème modèle, qui constitue notre contribution principale. Notre

motivation se base sur le fait que la méthode de soustractive clustering dépend du rayon,

dont sa valeur affecte le nombre de clusters obtenus. Par conséquent, cela affecte le

nombre de règles générées et les fonctions d’appartenance. Généralement, ce paramètre

est prédéfini par l’utilisateur dans l’intervalle [0 1]. L’idée clé de ce travail repose es-

sentiellement sur la détermination automatique des valeurs optimales de ce paramètre

afin d’obtenir une base de règles floues efficace et compacte. Le PSO est ainsi utilisée

pour trouver l’ensemble de rayons optimaux. Pour obtenir un bon compromis précision-

compacité, nous proposons d’utiliser une fonction multi-objective qui minimise le nombre

de règles et maximise le taux de classification.

Organisation de la thèse

Cette thèse est organiser comme suit :

Le premier chapitre donne une présentation des concepts généraux de la reconnaissance

des formes (RDF) et la classification. Il présente le processus général de la RDF, décrit la

classification et le clustering, et présente quelques classificateurs de base.

Le deuxième chapitre constitue une introduction à la logique floue et ses concepts fon-

damentaux, les principes de la théorie des sous-ensembles flous, les opérations flous et

présente la structure générale d’un système d’inférence floue, puis il présente la classifi-

cation floue et ses applications.

Le troisième chapitre présente un état de l’art sur les méthodes bio-inspirées utilisées
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dans la génération et l’optimisation des systèmes de classification basé sur les règles

floues.

Le quatrième chapitre présente en détail les modèles proposés et l’évaluation de leurs

performances en effectuant des tests sur différentes bases de données. Il présente et dis-

cute les résultats obtenus et les compare avec les différentes méthodes dans la littérature.

Finalement, une conclusion conclue ce travail.



CHAPITRE 1

Reconnaissance des formes et classification

Sommaire
1.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

1.2 Processus de la reconnaissance des formes . . . . . . . . . . . . . . . 6

1.3 Techniques d’apprentissage . . . . . . . . . . . . . . . . . . . . . . . 8

1.4 Classification supervisé . . . . . . . . . . . . . . . . . . . . . . . . . 10

1.5 La classification non-supervisé : Clustering . . . . . . . . . . . . . . 15

1.6 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

1.1 Introduction

La reconnaissance des formes est l’une des branches très importantes et actives de l’in-

telligence artificielle. C’est la science qui tente à rendre les machines aussi intelligentes

que l’homme pour reconnaître les formes et les classer dans les catégories souhaitées de

manière simple et fiable. Ce chapitre présente les concepts de base de la reconnaissance

des formes, l’architecture du système et fournit la compréhension de divers modèles d’ap-

prentissage et méthodes de la classification.

5
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1.2 Processus de la reconnaissance des formes

La reconnaissance des formes est une discipline scientifique qui a pour but d’automa-

tiser le processus de la prise de décision. La reconnaissance de formes se définit comme

l’étude de la manière dont les machines peuvent observer l’environnement, apprendre à

distinguer les différents exemples d’intérêt de son arrière-plan et prendre des décisions

raisonnables sur les catégories de exemples. Lors de la reconnaissance, les exemples don-

nés sont affectés à une catégorie prescrite. Les exemples à identifier dépendent de l’ap-

plication : ils peuvent être des images, des lettres, des paroles, des cibles militaires, des

formes d’onde d’un signal, etc. En des termes informatiques, un exemple est un ensemble

de valeurs, appelé attributs, auquel est associé un nom (ou étiquette), qui est leur classe.

FIGURE 1.1 – Organigramme d’un système de reconnaissance des formes

L’approche classique de la reconnaissance des formes (par exemple, [33]) utilise des

données provenant de capteurs arbitraires comme entrée dans un système de classifica-

tion ; les mesures sont soumises (si nécessaire) à une étape de prétraitement afin d’amé-

liorer les propriétés du signal. L’extraction ultérieure des caractéristiques fournit un vec-

teur de caractéristiques pour une classification ultérieure. Ce vecteur décrit les mesures

d’entrée dans l’espace des caractéristiques.
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1.2.1 Acquisition des données

Pour pouvoir une décision, il est généralement nécessaire d’avoir suffisamment d’in-

formations. Pour les systèmes de reconnaissance automatique des formes, ces informa-

tions sont souvent fournies par des capteurs [33]. Ces capteurs mesurent des quanti-

tés physiques et fournissent une caractéristique analogique ou numérique des objets qui

doivent être classés L’étape de détection/acquisition utilise un capteur tel qu’une caméra

ou un microphone. Le signal acquis (par exemple, une image) doit être d’une qualité suf-

fisante pour que les "caractéristiques" distinctives puissent être correctement mesurées.

Cela dépendra des caractéristiques du capteur. Ici, les données du milieu environnemental

sont prises en compte et transmises au système de reconnaissance des formes. Les don-

nées brutes sont ensuite prétraitées soit en éliminant le bruit des données, soit en extrayant

le motif d’intérêt de l’arrière-plan afin de rendre l’entrée lisible par le système.

1.2.2 Prétraitement

Les étapes de prétraitement comprennent la standardisation (ou normalisation) des

données, et l’élimination ou la réduction de l’effet des valeurs hors-normes. Les don-

nées du capteur sont prétraitées en termes de transformation de signal à signal. L’objectif

de cette étape est d’améliorer le signal, pour alléger l’analyse ultérieure (réduction de

la complexité du signal d’entrée) ou pour augmenter la performance de la classification

(amélioration de la classification obtenue). Le prétraitement est un aspect important de

l’organigramme de reconnaissance des formes, mais ce n’est pas l’objet de la recherche

sur la reconnaissance des formes [35]

1.2.3 Extraction de caractéristiques

L’objectif de l’extraction de caractéristiques est de fournir une représentation des ca-

ractéristiques mesurées de l’objet qui facilite la prise de décision ultérieure. Cet objectif

peut être atteint en représentant les objets de la même catégorie par des valeurs de carac-
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téristiques similaires, et les objets de catégories différentes par des valeurs de caractéris-

tiques distinctes [33].

1.2.4 Classification

La classification est l’étape finale et principale du système de la RDF. Le système de

classification ou de description est généralement basé sur la disponibilité a priori d’in-

formations sur un ensemble des échantillons déjà classés ou décrits. Cet ensemble des

échantillons est appelé l’ensemble d’apprentissage, et la stratégie d’apprentissage qui en

résulte est caractérisée comme un apprentissage supervisé. La classification peut égale-

ment être non supervisé, dans le sens où le système des échantillons n’est pas étiqueté a

priori , mais qu’il établit lui-même les classes sur la base des régularités statistiques des

échantillons. C’est ce qu’on appelle l’apprentissage non supervisé.

1.3 Techniques d’apprentissage

D’une façon générale, toute méthode qui intègre des informations provenant d’échan-

tillons d’apprentissage dans la conception d’un classificateur fait appel à l’apprentissage.

Du fait que les problèmes réels de la reconnaissance des formes sont généralement si

difficiles que nous ne pouvons pas développer facilement le classificateur approprié, l’ap-

prentissage constitue l’étape la plus importante. Le développement d’un classificateur

consiste à poser une forme générale de modèle, et d’utiliser des exemples d’apprentissage

pour apprendre ou estimer les paramètres inconnus du modèle. L’apprentissage fait réfé-

rence à une forme d’algorithme permettant de réduire l’erreur sur un ensemble de données

d’apprentissage. L’apprentissage se présente sous plusieurs formes générales : Supervisé,

non-supervisé, semi-supervisé et par renforcement.
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1.3.1 Apprentissage supervisé

Dans l’apprentissage supervisé, un enseignant fournit une étiquette de catégorie pour

chaque exemple dans un ensemble d’apprentissage, et nous cherchons à réduire la somme

des coûts pour ces exemples. L’ensemble de données d’apprentissage supervisé est un en-

semble de données étiqueté. L’apprentissage supervisé tente de trouver les relations entre

l’ensemble de caractéristiques et l’ensemble d’étiquettes, c’est-à-dire les connaissances et

les propriétés que nous pouvons apprendre à partir de l’ensemble de données étiqueté. Si

chaque vecteur de caractéristique x correspond à une étiquette= y ∈ L, L=l1,l2,..., lc, le

problème d’apprentissage est défini comme un problème de classification. Les connais-

sances extraites de l’apprentissage supervisé sont souvent utilisé pour la prédiction et la

reconnaissance [16].

1.3.2 Apprentissage non-supervisé

L’apprentissage non supervisé peut être défini comme le problème consistant à es-

sayer de trouver la structure cachée dans un ensemble de données non étiquetées. Comme

les exemples donnés à l’apprenant ne sont pas étiquetés, chaque algorithme classifie lui-

même l’ensemble de tests. En termes simples, ici, aucun ensemble d’apprentissage éti-

queté n’est fourni et le système applique un regroupement ou une classification spécifique

aux ensembles de données non étiquetés sur la base de certains critères de similarité.

Ici, l’entrée consiste en quelques valeurs non étiquetées dont la caractéristique distinctive

n’est pas connue au départ [98].

1.3.3 Apprentissage semi-supervisé

L’apprentissage semi-supervisé a récemment attiré une attention croissante. Il est dé-

fini entre l’apprentissage supervisé et non supervisé, contient à la fois des données étique-

tés et non étiquetés, et apprend conjointement les connaissances de leur part.
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1.3.4 Apprentissage par renforcement

L’apprentissage par renforcement est un domaine de l’apprentissage automatique. Il

s’agit de prendre des mesures appropriées pour maximiser la récompense dans une si-

tuation particulière. Il est utilisé par divers logiciels et machines pour trouver le meilleur

comportement ou la meilleure voie à suivre dans une situation spécifique. L’apprentissage

par renforcement diffère de l’apprentissage supervisé dans la mesure où, dans ce dernier

, les données d’apprentissage sont accompagnées de la clé de correction, de sorte que le

modèle est formé avec la bonne réponse elle-même, tandis que dans l’apprentissage par

renforcement, il n’y a pas de réponse mais l’agent de renforcement décide de ce qu’il doit

faire pour accomplir la tâche donnée. En l’absence d’un ensemble de données d’appren-

tissage, il est tenu d’apprendre de son expérience.

1.4 Classification supervisé

Les algorithmes de classification se déroulent en une phase d’apprentissage et une

phase de travail [105]. Dans la phase d’apprentissage, les caractéristiques spécifiques des

classes sont apprises à partir d’un échantillon représentatif. A ce propos, les objets sont

étiquetés avec l’information de la classe à laquelle ils appartiennent et les algorithmes de

classification sont fournis avec ces informations. Sur la base de ces informations, un cri-

tère de décision est établi. Ce critère peut être représenté par une limite de décision dans

l’espace de caractéristiques. Dans la phase de classification, le critère de décision, ou la

limite de décision, est utilisé pour les nouvelles entrées du capteur. Les objets nouvelle-

ment mesurés sont donc affectés à la classe ou à la catégorie à laquelle ils appartiennent le

plus probablement. Différents classificateurs utilisant diverses stratégies d’apprentissage

peuvent être utilisés, y compris par exemple les classificateurs de Machine à vecteurs de

support et K-plus proche voisin [35].
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1.4.1 K-plus proche voisin (KNN)

Dans le domaine de la reconnaissance des formes, l’algorithme du plus proche voisin

(k-NN) est une méthode de classification des exemples basée sur des exemples d’appren-

tissage les plus proches dans l’espace des caractéristiques. K-NN est un type d’appren-

tissage basé sur des exemples, ou apprentissage paresseux où la fonction est approximée

au niveau local seulement et tout le calcul est reporté jusqu’à la classification. Cet algo-

rithme est l’un des algorithmes d’apprentissage automatique les plus simples dans lequel

un exemple est classé en utilisant un vote majoritaire de ses voisins et l’objet est ensuite

affecté à la classe la plus fréquente parmi ses voisins les plus proches. Ici, les voisins sont

pris dans un ensemble d’exemples dont on connaît la classification correcte. Ces voisins

peuvent être considérés comme un ensemble d’apprentissage pour cet algorithme, bien

que pas d’étape d’apprentissage explicite est nécessaire. L’apprentissage dans ce modèle

est basé sur le stockage de touts les exemples d’apprentissage qui correspondent à des

points dans un espace euclidien n-dimensionnel ainsi que leurs étiquettes de classe et

la classification est retardée jusqu’à l’arrivée d’un nouvel exemple. Lorsque le nouvel

exemple à classer ou le nouveau vecteur sans étiquette arrive, la classification est effec-

tuée en attribuant l’étiquette la plus fréquente parmi les k échantillons d’apprentissage les

plus proches de cet exemple à classifier, il s’agit de déterminer les distances dq entre X et

chaque vecteur X(q) (figure 1.2 ), données par : [98].

dq = X −X(q)

En suite d’assigner à cet exemple la classe Cm de l’exemple (m) correspondant à la

distance la plus petite (dm), les fonctions discriminantes sont alors :

∅m = min(di)pourtoutX(i) ∈ Cm
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FIGURE 1.2 – Classification par la méthode des k-plus proche voisin

1.4.2 Classificateur Naive Bayes

Le classificateur Naive Bayes est un classificateur simple, probabiliste et statistique

qui est basé sur le théorème de Bayes (à partir des statistiques bayésiennes) avec de fortes

hypothèses d’indépendance (naïves) et une hypothèse maximale a posteriori. Les clas-

sificateurs bayésiens étant de nature statistique, ils peuvent prédire la probabilité qu’un

échantillon donné appartienne à une classe particulière. Le modèle de probabilité sous-

jacent à ce classificateur peut être qualifié plus justement de "modèle de caractéristique

indépendant", car un classificateur Bayes naïf suppose que l’effet d’une valeur d’attribut

sur une classe donnée est indépendant des valeurs des autres attributs. Une telle hypothèse

est appelée indépendance conditionnelle de classe. Elle est faite pour simplifier le calcul

impliqué et, dans ce sens, est considérée comme "naïve". Le classificateur naïf de Bayes

est formé en utilisant une approche d’apprentissage supervisé qui nécessite simplement

de considérer chaque attribut dans chaque classe séparément. L’apprentissage au classi-

ficateur naïf de Bayes est donc considérée comme très facile et rapide. Pour estimer les
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paramètres dans le modèle Bayes naïf, il utilise le principe de la méthode du maximum de

vraisemblance dans de nombreuses applications pratiques. Les tests dans cet algorithme

sont également très directs et simples ; il suffit de regarder les tableaux et de calculer les

probabilités conditionnelles avec des distributions normales. L’avantage du modèle Naive

Bayes est qu’il ne nécessite qu’une petite quantité de données d’apprentissage pour es-

timer les paramètres, c’est-à-dire les moyennes et les variances des variables qui sont

nécessaires pour la classification [98].

1.4.3 Machine à vecteurs de support

Une machine à vecteurs de support (SVM) effectue la classification en construisant un

hyperplan à N dimensions qui sépare de manière optimale les données en deux catégories.

Une machine à vecteur de support (SVM) est utilisée en informatique pour un ensemble

de méthodes d’apprentissage supervisées connexes qui analysent les données d’entrée et

apprennent à partir de celles-ci, puis les utilisent pour effectuer de classification et des

analyses de régression. Le SVM standard est un SVM à deux classes qui prend un en-

semble de données d’entrée et prédit la classe possible, pour chaque entrée, parmi les

deux classes possibles dont l’entrée est membre, ce qui en fait un classificateur linéaire

binaire non probabiliste. Étant donné l’ensemble des exemples d’apprentissage où chacun

d’entre eux est marqué comme appartenant à l’une des deux classes, l’algorithme d’ap-

prentissage SVM construit un modèle qui attribue de nouveaux exemples dans une classe

ou l’autre (figure 1.3).
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FIGURE 1.3 – Classification par la méthode des Machines à vecteurs de support

1.4.4 Classificateur à base de règles

Dans les problèmes où les classes peuvent être caractérisées par des relations géné-

rales, plutôt que par des exemples (instances), il devient intéressant de construire des

classificateurs basés sur des règles. Les humains aiment généralement les explications

pour la plupart des décisions, et parfois il y a des exigences légales et éthiques pour cela

(par exemple, rejet d’une demande de carte de crédit, diagnostic médical). Il est possible

d’extraire des règles d’un arbre de décision. Chaque chemin de la racine à la feuille peut

être écrit comme une série de règles SI ... ALORS. Lorsque plusieurs feuilles sont étique-

tées avec la même classe, alors les chemins peuvent être combinés avec un OU logique.

Il peut être possible d’élaguer les règles qui en résultent, mais il est possible qu’elles ne

puissent plus être réécrites sous forme d’arbre après cela. Un autre moyen est d’apprendre

les règles directement à partir des données. Ce type d’induction de règles est similaire à

l’induction d’un arbre de décision, sauf que l’induction de règles effectue une recherche

en profondeur et génère une règle (chemin) à la fois, tandis que l’induction d’un arbre va
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en largeur et génère tous les chemins simultanément. Les règles sont apprises une par une.

Chaque règle est une combinaison de conditions, qui sont ajoutées une à la fois pour mini-

miser certains critères. Une fois qu’une règle est développée et ajustée, elle est ajoutée à la

base de règles et tous les exemples d’apprentissage couverts par cette règle sont retirés de

l’ensemble d’apprentissage : et le processus se poursuit jusqu’à ce qu’un nombre suffisant

de règles soit généré. Il y a une boucle extérieure qui consiste à ajouter une règle à la fois

à la base de règles et une boucle intérieure qui consiste à ajouter une condition à la fois à

la règle en cours. Les deux étapes sont gourmandes et ne garantissent pas l’optimalité ; et

les deux boucles incorporent un élagage pour une meilleure généralisation.

1.5 La classification non-supervisé : Clustering

Le clustering des données est le processus d’identification des groupements naturels

ou des clusters au niveau des données multidimensionnelle sur la base de certaines me-

sures de similarité (par exemple la distance euclidienne). Il s’agit d’un processus im-

portant dans la reconnaissance des formes et l’apprentissage non-supervisé. En effet, le

clustering des données est un processus central de l’intelligence artificielle (IA). Les algo-

rithmes de clustering sont utilisés dans de nombreuses applications, comme la segmenta-

tion d’images ; la quantification d’images vectorielles et en couleur, la fouille de données,

la compression, l’apprentissage automatique, etc. Un cluster est généralement identifié

par un centre de cluster (ou centroïde). Le clustering des données est un problème diffi-

cile dans la reconnaissance de formes non supervisée car les groupes de données peuvent

avoir des formes et des tailles différentes [80].

1.5.1 Clustering hiérarchique

Les algorithmes de cette catégorie génèrent un arbre de cluster(ou dendrogramme)

en utilisant des techniques heuristiques de division ou de fusion. Un arbre de cluster est

défini comme "un arbre montrant une séquence de clustering, chaque clustering étant une



CHAPITRE 1. RECONNAISSANCE DES FORMES ET CLASSIFICATION 16

partition de l’ensemble de données" [68] . Les stratégies de clustering hiérarchique se

divisent généralement en deux types [98] :

X Agglomération : il s’agit d’une approche "ascendante" du clustering hiérarchique

où chaque observation commence par un seul cluster, puis des paires de clusters sont

fusionnées en remontant dans la hiérarchie. Par conséquent, l’algorithme se traduit par une

séquence de regroupement, puis il appartient à l’utilisateur de choisir un regroupement

naturel à partir de cette séquence.

X Diviseur : Il s’agit d’une approche "descendante" du clustering hiérarchique où

toutes les observations commencent dans un cluster, et les divisions sont effectuées de

manière récursive à mesure que l’on descend dans la hiérarchie. Ici, une mesure de dis-

similarité est nécessaire entre les ensembles d’observations pour décider quels clusters

doivent être combinés pour un regroupement aggloméré, ou où un cluster doit se diviser

pour un regroupement diviseur. Principalement dans le regroupement hiérarchique, cette

mesure est obtenue en utilisant une métrique appropriée et un critère de liaison qui spéci-

fie la dissimilarité des ensembles en fonction des distances par paire d’observations dans

les ensembles.

1.5.2 Clustering par K-means

L’algorithme le plus utilisé est l’approche itérative K-means [39].le clustering k-means

est défini comme une méthode d’analyse de cluster qui vise à partitionner n observations

différentes en k clusters différents dans lesquels chaque observation appartient au cluster

avec la moyenne la plus proche. Ainsi, l’algorithme K-means minimise la distance intra-

groupe . L’algorithme K-means commence parK centroïdes (les valeurs initiales des cen-

troïdes sont choisies au hasard ou dérivées d’informations a priori). Ensuite, chaque motif

de l’ensemble de données est attribué au cluster le plus proche (c’est-à-dire le centroïde

le plus proche). Enfin, les centroïdes sont recalculés en fonction des modèles associés.
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FIGURE 1.4 – Clustering par K-means

1.5.2.1 L’algorithme C-means flou

Une version floue de K-means, appelée C-means floue (FCM) (parfois appelée flou K-

means), a été proposée par Bezdek [12] [13]. La FCM est basée sur une extension floue le

critère d’erreur du moindre carré. L’avantage de FCM par rapport à K-means est que FCM

attribue chaque exemple à chaque cluster avec un certain degré d’appartenance (c’est-

à-dire un regroupement flou). Cette méthode est plus adaptée aux applications réelles

lorsqu’il y a des chevauchements entre les clusters dans l’ensemble de données

1.6 Conclusion

Dans ce chapitre, nous avons présenté le concept de la reconnaissance des formes,les

techniques d’apprentissage, les différents types de classification, et quelque algorithmes

de classification et de clustering couramment utilisés dans la littérature.

Dans le chapitre suivant, nous présentons les notions et les connaissances prélimi-
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naires sur la théorie des ensembles flous, la structure interne du système d’inférence flou,

et la classification à base des règles floue.



CHAPITRE 2

La classification à base des règles floues

Sommaire
2.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

2.2 Concepts fondamentaux du système logique flou . . . . . . . . . . . 20

2.3 Structure générale des systèmes flous . . . . . . . . . . . . . . . . . 31

2.4 Le système d’inférence de Mamdani . . . . . . . . . . . . . . . . . . 36

2.5 Le système d’inférence de Sugeno . . . . . . . . . . . . . . . . . . . 37

2.6 Classification à base des règles floues . . . . . . . . . . . . . . . . . . 39

2.7 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

Ce chapitre vise à présenter les principaux concepts et notions mathématiques de la

théorie des ensembles flous (également appelés logiques floues ou théorie de la logique

floue) qui sont nécessaires à la compréhension de ce travail. On commence d’abord par

une introduction à la logique floue suivie par une description des concepts fondamentaux

des ensembles flous (opérateurs, fonction d’appartenance,...). Ensuite, nous présentons la

structure générale des systèmes flous, aprés nous présentons les systèmes d’inférences de

Mamdani et de sugeno. La dernière partie présente la classification floue et présente un

19
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aperçu non exhaustif des principaux domaines d’application de la classification floue.

2.1 Introduction

La logique floue est une extension de la logique classique qui permet la modélisation

des imperfections des données, elle est basée sur le raisonnement intuitif en prenant en

compte la subjectivité et l’imprécision humaine. Le système de logique floue est l’une

des techniques d’apprentissage automatique les plus populaires qui a été appliquée avec

succès à la classification , à cause de son style de raisonnement similaire à celui de l’être

humain. L’un des principaux avantages de la logique floue est qu’elle permet de déployer

dans la structure algorithmique une connaissance qualitative du domaine sur une tâche de

classification. Il est bien connu que le concept d’ensemble flou est d’abord issu de l’étude

des problèmes liés à la classification [111]. Cela n’est pas surprenant, car le processus

de reconnaissance des formes, qui est un aspect important de la perception humaine, est

un processus flou. Le flou peut inclure les changements dans l’orientation et la taille de

l’objet, le degré d’incomplétude et de distorsion, la quantité de bruit de fond, les descrip-

tions vagues, les mesures imprécises, les informations contradictoires ou ambiguës, les

événements aléatoires et autres.

La classification englobe un large éventail de problèmes de traitement de l’informa-

tion qui sont d’une grande importance pratique, allant de la classification des caractères

manuscrits à la détection des fautes dans les machines et au diagnostic médical.

2.2 Concepts fondamentaux du système logique flou

2.2.1 Théorie des ensembles flous

La théorie de la logique floue est basée sur les ensembles flous qui sont une extension

naturelle de la théorie classique des ensembles. Un ensemble net est défini par une fonc-

tion de vérité bivalente qui n’accepte que les valeurs 0 et 1, ce qui signifie qu’un élément
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appartient entièrement à un ensemble ou pas du tout, tandis qu’un ensemble flou est déter-

miné par une fonction d’appartenance qui accepte toutes les valeurs intermédiaires entre

0 et 1. Les valeurs d’une fonction d’appartenance, appelées degrés ou grades d’apparte-

nance, spécifient précisément dans quelle mesure un élément appartient à un ensemble

flou, c’est-à-dire au concept qu’il représente [112]. La théorie des ensembles flous est une

méthodologie pour montrer comment aborder l’incertitude, et de traiter des informations

imprécises dans une situation complexe. Les ensembles flous sont l’élément central de la

logique floue. Ils se caractérisent par des fonctions d’appartenance qui sont associées à

des termes ou des mots utilisés dans l’antécédent et les conséquences des règles, et avec

entrée et sortie vers le système de logique floue [111].

Un ensemble net A dans un univers de discours U peut être défini comme

A→ µA(x) =


1, si x ∈ A

0, si x /∈ A

Des ensembles flous peuvent être utilisés pour définir des expressions imprécises et ambi-

guës telles que "arbre haut" ou "voiture rapide". Les ensembles flous sont définis dans ce

qu’on appelle l’univers du discours, notée par U , qui est la gamme des éléments possibles

de l’ensemble flou.

Un ensemble flou B est une généralisation d’un ensemble net. Il est défini sur un univers

du discours U et est caractérisé par une fonction d’appartenance µB(x) qui prend des va-

leurs dans l’intervalle [0,1]. Une fonction d’appartenance fournit une mesure du degré de

similarité d’un élément en U avec l’ensemble flou [111].

B = {(x, µB(x))|x ∈ U}

Dans lequel

µB(x) : U → [0, 1]

est la fonction d’appartenance à un ensemble flou B. Cette fonction attribue à chaque

élément x ∈ U son degré d’appartenance à l’ensemble flouB, et on peut distinguer 3 cas :
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1) µB(x) = 1 signifie l’appartenance complète de l’élément x à l’ensemble flou B, c’est-

à-dire x ∈ B,

2) µB(x) = 0 signifie l’absence d’appartenance de l’élément x à l’ensemble flou B,

c’est-à-dire x /∈ B,

3) 0 <µB(x) < 1 signifie une appartenance partielle de l’élément x à l’ensemble flou

B.

Par exemple : si µB(x) =0.30 ; x appartient à l’ensemble flou B avec un degré d’ap-

partenance de 30

2.2.2 Opérateurs floues

Les opérations de complément, d’intersection et d’union de la théorie des ensembles

classiques peuvent également être généralisées pour les ensembles flous, ils sont définis

en fonction de leurs fonction d’appartenance. Pour ces opérations, il existe plusieurs défi-

nitions ayant des implications différentes. Cette section ne présente que les opérateurs les

plus courants de la proposition initiale de Zadeh [113].

2.2.2.1 L’opérateur Négation (Complément)

Le complément d’un ensemble flou est de 1 moins les degrés d’appartenance des

éléments de l’univers. Cette définition respecte la notion de forte négation [112].

Definition 1. Le complément d’un ensemble flou A défini sur un ensemble de référence U

est défini comme

¬A = µ¬A(x) = 1− µA(x), x ∈ U
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FIGURE 2.1 – Le complément d’une fonction gaussienne

2.2.2.2 L’opérateur ET (intersection)

Pour l’intersection, Zadeh propose d’utiliser l’opérateur minimum . Ces opérateurs

ont l’avantage d’être facilement compréhensible et très rapide à calculer. L’intersection

de deux ensembles flous est la valeur minimale des degrés d’appartenance des deux en-

sembles flous pour tous les éléments de l’ensemble de référence. La figure (2.2) illustre

un exemple de l’intersection de deux fonctions d’appartenances gaussienne en utilisant

l’opérateur minimum.

Definition 2. L’intersection de deux ensembles flous A et B définis sur une référence

L’ensemble U est défini comme

A ∩B = µA∩B(x) = µA(x) ∧ µB(x) = min(µA(x), µB(x)), x ∈ U

2.2.2.3 L’opérateur OU (union)

Pour l’union, Zadeh propose d’utiliser l’opérateur maximum. L’union de deux en-

sembles flous est la valeur maximale des degrés d’appartenance des deux ensembles flous

pour tous les éléments de l’ensemble de référence. La figure (2.2) illustre un exemple de

l’union de deux fonctions d’appartenances gaussienne en utilisant l’opérateur maximum.
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Definition 3. L’union de deux ensembles flousA etB définis sur un ensemble de référence

U est définie comme

A ∪B = µA∪B(x) = µA(x) ∨ µB(x) = max(µA(x), µB(x)), x ∈ U

FIGURE 2.2 – Exemple des opérateur ET et OU de deux fonctions d’appartenance gaus-

sienne

2.2.2.4 Norme et conorme triangulaire

Plus généralement, la famille d’opérateurs mettant en œuvre l’intersection est appelée

norme triangulaire (abrégée t-norme) et conorme triangulaire (abrégée t-conorme ou s-

norme) pour l’union.

L’intersection d’ensembles flous peut être définie plus généralement comme [96]

µA∩B(x) = T (µA(x), µB(x))

où la fonction T est la norme dite t-norme.

Donc, min(µA(x), µB(x)) = T (µA(x), µB(x)) est un exemple de fonctionnement de

la t-norme.

De même, l’union des ensembles flous est définie comme suit :
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µA∪B(x) = S(µA(x), µB(x))

où la fonction S est ce que l’on appelle la "t-conorme". Dans ce cas, max(µA(x), µB(x)) =

S(µA(x), µB(x)) est un exemple de la forme t-conorme. (W. Siler, J.J. Buckley) Étant

donné les ensembles flous A,B,C, ... tous les sous-ensembles flous de U , nous souhai-

tons calculerA∪B,B∩C, et ainsi de suite. Ce que nous utilisons dans la logique floue, ce

sont les opérateurs ET et OU généralisés de la logique classique. Ils sont appelés t-normes

(pour ET) et t-conormes (pour OU). Nous définissons d’abord les t-normes. Une t-norme

T est une fonction de [0, 1] × [0, 1] à [0, 1]. Autrement dit, si z = T (x, y), alors x, y

et z appartiennent tous à l’intervalle [0, 1]. Toutes les normes t ont les quatre propriétés

suivantes [96] :

1.T (x, 1) = x (frontière)

2.T (x, y) = T (y, x) (commutativité)

3.siy1 ≤ y2, alorsT (x, y1) ≤ T (x, y2) (monotonicité)

4.T (x, T (y, z)) = T (T (x, y), z) (associativité)

Les équations suivantes sont toutes des exemples de t-normes. Les t-normes de base sont

les suivantes

Tm(x, y) = min(x, y)

TL(x, y) = max(0, x+ y − 1)

Tp(x, y) = xy

et T ∗(x, y) définis comme x si y = 1, y si x = 1, 0 sinon.



CHAPITRE 2. LA CLASSIFICATION À BASE DES RÈGLES FLOUES 26

Tm est appelée l’intersection standard ou zadehienne, et est la plus couramment utili-

sée ; TL est l’intersection de la différence bornée ; Tp est le produit algébrique ; et T ∗ est

l’intersection radicale.

Les t-Conorms généralisent l’opération OU à partir de la logique classique. Comme

pour les t-normes, une t-conorm S(x, y) = z a toujours x, y et z toujours dans [0, 1]. Les

propriétés de base de tout t-conorm S sont :

1.S(x, 0) = x (limite)

2.S(x, y) = C(y, x) (commutativité)

3.Siy1 ≤ y2, alorsS(x, y1) ≤ S(x, y2) (monotonie)

4.S(x, S(y, z)) = S(S(x, y), z) (associativité)

Les t-conorms de base sont

1 : Sm(x, y) = max(x, y) appelé union standard

2 : SL(x, y) = min(1, x+ y) appelé somme bornée

3 : Sp(x, y) = x+ y − xy appelé somme algébrique

4 : S∗(x, y) appelée union drastique qui se définit comme : x si y = 0, y si x = 0, et un sinon

2.2.3 Fonctions d’appartenance

La fonction d’appartenance d’un ensemble flou est une généralisation de la fonction

de contrôle dans les ensembles classiques. En logique floue, elle représente le degré de

vérité comme une extension de l’évaluation. Les degrés de vérité sont souvent confondus

avec les probabilités, bien qu’ils soient conceptuellement distincts, parce que la vérité

floue représente l’appartenance à des ensembles vaguement définis, et non la probabilité

d’un événement ou d’une condition. Les fonctions d’appartenance ont été introduites par

Zadeh dans le premier article sur les ensembles flous [113]
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Zadeh a donné dans son célèbre article [113] la définition suivante : Un ensemble

flou est une classe avec un continuum de degrés d’appartenance. Ainsi, un ensemble flou

(classe) B dans un référentiel U est caractérisé par une fonction d’appartenance qui as-

socie à chaque élément x dans U un nombre réel dans l’intervalle [0, 1]. La valeur de la

fonction d’appartenance à l’élément x représente le " degré d’appartenance " de x dans

B. [32]

B : U → [0, 1]

et c’est une sorte de généralisation de la fonction caractéristique traditionnelle d’un

sous-ensemble A

A : U → {0, 1}

Notez que les ensembles flous sont en fait des sous-ensembles flous de U , comme le

souligne Kaufmann [62].

Soit F et B deux ensembles flous, le degré d’appartenance µF (xo) d’une fonction

d’appartenance µF (x) décrit pour l’élément spécial x = xo, à quel degré il appartient à

l’ensemble flou F . Cette valeur est dans l’intervalle unitaire [0,1]. Bien entendu, xo peut

simultanément appartenir à un autre ensemble flou B, de sorte que µB(xo) caractérise le

degré d’appartenance de xo à B.

2.2.3.1 Notions de base sur les fonctions d’appartenance floue

Support : Le support de l’ensemble flou B est l’ensemble de tous les points x ∈ U

tels que µB(x) > 0

Mathématiquement, nous pouvons exprimer le support(B) = {(x, µB(x))|µB(x) >

0}

Noyau : Le noyau d’un ensemble flou B est l’ensemble de tous les x ∈ U tel que
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µB(x) = 1.

Mathématiquement, nous pouvons exprimer le noyau (B) = {x ∈ U |µB(x) = 1}

Croisement : Un point de croisement d’un ensemble flou ”B” est un point x ∈ U

auquel µB(x) = 0.5.

Mathématiquement, nous pouvons exprimer Croisement(B) = {x ∈ U |µB(x) = 0.5}

La normalité : Un ensemble flou ′B′ est une normale si son noyau est non vide, c’est-

à-dire que le noyau (B)⇒ φ 6= B est un ensemble flou normal.

Mathématiquement, nous pouvons exprimer la Normalité (B) = 1 si µB(x) = 1,

pour tout x ∈ U et (x, µB(x)) ∈ B

2.2.3.2 Les formes des fonctions d’appartenance

En principe, toute fonction de la forme B : U → [0, 1] décrit une fonction d’apparte-

nance associée à un ensemble flou B qui dépend non seulement du concept à représenter,

mais aussi du contexte dans lequel il est utilisé. Les courbes des fonctions peuvent avoir

des formes différentes et peuvent avoir des propriétés. Ci-dessous, nous allons préciser

ces fonctions et présenter leurs représentations graphiques [96].

1. La fonction d’appartenance gaussienne

La figure 2.3 montre des foctions d’appartenance gaussienne
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FIGURE 2.3 – Exemple des fonctions d’appartenance gaussienne

Pour un exemple d’entré x la fonction d’appartenance µ(x) peut être définie comme

suit :

µA(x) = exp
(
− (x− c

σ
)2
)

(2.2.1)

Où c est le centre et σ définit la largeur de la courbe gaussienne. C’est la fonction

d’appartenance la plus courante.

2. La fonction d’appartenance de la cloche (Bellshape)

La figure 2.4 illustre la forme de la fonction d’appartenance de la cloche

FIGURE 2.4 – Exemple de la fonction d’appartenance de la cloche

La fonction d’appartenance µ(x) est donnée par

µ(x; a, b, c) = 1
1 + |x−c

a
|2b

(2.2.2)
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Où le paramètre a défini sa largeur, le paramètre b ses pentes, et le paramètre c son

centre.

3. La fonction d’appartenance triangulaire

Nous considérons une fonction d’appartenance triangulaire pour la variable d’entrée

x, [4] comme le montre la figure 2.5.

FIGURE 2.5 – Exemple de la fonction d’appartenance triangulaire

À x = c, le degré d’appartenance est 1 où c est le centre de la fonction d’appartenance

et il diminue à mesure que x s’éloigne de c et atteint 0 à x = a ou x = b. Lorsque x ≥ b

ou x ≤ a, le degré d’appartenance est 0. Le centre c n’est pas nécessairement le point

médian de a et b. La fonction d’appartenance µ(x) pour la variable d’entrée x peut être

définie comme suit :

µA(x) =



0, x ≤ a

x−a
c−a , a < x ≤ c

b−x
b−c , c < x < b

0, x ≥ b

4. Fonctions d’appartenance trapézoïdale

La figure 2.6 montre une fonction d’appartenance trapézoïdale µ(x).

Définie par sa limite inférieure a et sa limite supérieure d, et les limites inférieure

et supérieure de son noyau, b et c respectivement.Le degré d’appartenance est 1 pour
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FIGURE 2.6 – Exemple de la fonction d’appartenance trapézoïdale

b ≤ x ≤ c et le degré d’appartenance diminue jusqu’à ce qu’il atteigne 0 lorsque x ≤ a

et x ≥ d. La fonction d’appartenance µ(x) est donnée par

µA(x) =



0, x ≤ a

x−a
b−a , a < x ≤ b

1, b ≤ x ≤ c

d−x
d−c , c < x < d

0, x ≥ d

µtrapezoid = max
(

min(x− a
b− a

, 1, d− x
d− c

, 0)
)

2.3 Structure générale des systèmes flous

Un système d’inférence floue est composé d’une base de connaissances, contenant des

règles Si-Alors floues, et d’un moteur d’inférence, effectuant un raisonnement approxi-

matif [88]. L’un des principaux avantages des systèmes d’inférence [88] est la possibilité

de construire des modèles qui imitent le raisonnement humain et qui sont relativement

simples et faciles à interpréter. Ces modèles sont peut-être moins précis que les modèles
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classiques et plus formels, mais lorsqu’il s’agit d’applications du monde réel, l’interpré-

tabilité, la signification et l’efficacité du calcul peuvent pallier un certain manque de pré-

cision.

En raison de sa nature pluridisciplinaire, le système d’inférence flou est connu sous

plusieurs noms, tels que système à base de règles floues, système expert flou, modèle flou,

mémoire associative floue, contrôleur de logique floue, et simplement système flou [47]

FIGURE 2.7 – Structure générale d’un système basé sur la logique floue

Le système à base de la logique floue est composé de quatre blocs principaux (Fig.2.7).

� Fuzzification

� Base de connaissances floues,

�Moteur d’inférence floue,

� Défuzzication.

2.3.1 Fuzzification

La fuzzification est le processus de conversion d’une valeur d’entrée numérique en

une valeur floue qui est effectuée par l’utilisation des informations de la base de connais-

sances.Elle permettent la détermination de degré d’appartenance d’une donnée d’entrée

à chacun des ensembles flous appropriés via les fonctions d’appartenance. Bien que l’on

puisse voir différents types de courbes dans la littérature, les fonctions d’appartenance

gaussiennes, triangulaires et trapézoïdales sont les plus couramment utilisées dans le pro-

cessus de fuzzification. Chaque fonction d’appartenance évalue dans quelle mesure la
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variable linguistique peut être décrite par un qualificatif flou particulier.

Les valeurs numériques des entrées/sorties sont transformées en ensembles flous. Elles

sont donc exprimées dans des variables linguistiques caractérisées par une appartenance

appelée sous-ensemble, qui représente chaque point de l’espace d’entrée, appelé l’univers

du discours.

X Variables linguistiques

Pour définir les règles de la base de règles, l’expert utilisera une "description linguis-

tique" ; par conséquent, des expressions linguistiques sont nécessaires pour les entrées et

les sorties et les caractéristiques des entrées et des sorties. Nous utiliserons des "variables

linguistiques" (descriptions symboliques constantes de ce qui est en général des quantités

variables dans le temps) pour décrire les entrées et les sorties du système flou [70].

Certains ensembles flous discrets décrivent des quantités numériques. Les ensembles

flous discrets numériques ont été formalisés sous forme de variables linguistiques, qui

consistent en un nom d’ensemble flou discret ; les noms de ses membres, appelés valeurs

linguistiques ; et pour chaque valeur linguistique, une fonction d’appartenance comme

celles des nombres flous. (W. Siler, J.J. Buckley)

2.3.2 Base de connaissances floues

La base de connaissances se compose d’une base de règles (BR) et d’une base de

données (BD). Une base de règles contient un certain nombre de règles floues Si-Alors.

Une base de données définit les MF des ensembles flous utilisés dans les règles floues [27]

.

X Base de données :

La BD contient la définition des ensembles flous liés aux termes linguistiques utilisés dans

le BR. Ce fait nous amène à spécifier les points suivants :

- le nombre de termes linguistiques pour chaque variable considérée.

- La fonction d’appartenance des ensembles flous liés à ces termes linguistiques.

X La base des règles Si-Alors :
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Le processus de raisonnement est basé sur une série de règles "Si - Alors" comme une

sorte de connaissance d’expert . La déclaration conditionnelle (ou proposition) contient

une prémisse, la partie "Si", et une conclusion, la partie "Alors" [30]. La connaissance

incluse dans un système de règle flou est constituée d’un groupe de plusieurs règles de la

forme

"Si X est A Alors Y est B"

ou, plus généralement,

"Si X1 est A1 et ...et Xn est An Alors Y est B"

où A, An, B sont des variables linguistiques définies par des sous-ensembles flous.

2.3.3 Moteur d’inférence flou

Le mécanisme d’inférence floue est le processus de raisonnement en logique floue qui

détermine les sorties correspondant aux entrées floues. en effectuant les opérations d’in-

férence sur les règles. La base de règles floue est composée de règles SI-ALORS, chaque

règle floue définit une implication floue entre les parties de la règle de condition (Si) et

de conclusion(Alors). Il existe plusieurs types d’inférence floue, et les deux principaux

types les plus récemment utilisés sont , le type Mamdani floue [71] et Sugeno [103]. La

base de connaissances d’un système d’inférence Mamdani contient des règles où les anté-

cédents et les conséquences sont des ensembles flous. Les systèmes d’inférence Sugeno,

d’autre part, utilisent des règles avec des antécédents flous et des conséquents nets (ordi-

naire).Une brève description de chaque type est présentée ci-dessous.

2.3.4 Défuzzication

La dernière étape est le processus de défuzzification qui consiste à obtenir un nombre

unique à partir de la sortie de l’ensemble flou agrégé.Cette étape est une transformation
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inverse par rapport au processus de fuzzification, s’effectue toujours à l’aide des fonctions

d’appartenance. Elle est utilisée pour transférer les résultats d’inférences floues dans une

sortie numérique (précise),à partir des degrés d’appartenance. Il existe plusieurs formes

de défuzzification, y compris les méthodes du centre de gravité (COG), de la moyenne du

maximum (MOM) et de la moyenne du centre.

Méthode du centre de gravité (COG) ou centre de gravité de la zone (COA)

Cette méthode fournit une valeur précise basée sur le centre de gravité de l’ensemble

flou.

Pour la fonction d’appartenance discrète, la valeur de défuzzification désignée par x∗

en utilisant le COG est définie comme suit [89]

x∗ =
∑n
i=1 xi.µ(xi)∑n
i=1 µ(xi)

(2.3.3)

Ici xi indique l’élément échantillon, µ(xi) est la fonction d’appartenance, et n repré-

sente le nombre d’éléments dans l’échantillon.

Pour la fonction d’appartenance continue, x∗ est définie par

x∗ =
∫
xµA(x)dx∫
µA(x)dx (2.3.4)

Méthode du centre des sommes (COS)

Il s’agit de la technique de défuzzification la plus utilisée. Dans cette méthode, la zone

de chevauchement est comptée deux fois.

La valeur défuzzifiée x∗ est définie comme :

x∗ =
∑N
i=1 xi.

∑n
k=1 µAk

(xi)∑N
i=1

∑n
k=1 µAk

(xi)
(2.3.5)

Ici, n est le nombre d’ensembles flous, N est le nombre de variables floues µ(Ak)(xi)

est la fonction d’appartenance pour le k − ième ensemble flou.

Méthode de la moyenne des maxima (MOM)
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Dans cette méthode, la valeur défuzzifiée est prise comme l’élément ayant les valeurs

d’appartenance les plus élevées. Lorsqu’il y a plus d’un élément ayant des valeurs d’ap-

partenance maximales, la valeur moyenne des maxima est prise. Soit A un ensemble flou

avec la fonction d’appartenance µA(x) définie sur x ∈ X , oùX est un univers de discours.

La valeur défuzzifiée est disons x∗ d’un ensemble flou et est définie comme suit [89]

x∗ =
∑
xi∈M xi
|M |

(2.3.6)

2.4 Le système d’inférence de Mamdani

La méthode Mamdani est considérée comme la technique de système d’inférence flou

la plus généralement utilisée. La méthode a été introduite pour la première fois par le pro-

fesseur Ebrahim Mamdani en 1975 [71], lorsqu’il a appliqué un ensemble de règles floues

fournies par des opérateurs des experts humains pour construire le premier système flou

pour contrôler une combinaison de moteur à vapeur et de chaudière. Une règle typique du

modèle flou de type Mamadi avec deux entrées et une sortie unique se présente sous la

forme

Si x est A et y est B, Alors z est C

où x, yetz sont des variables linguistiques ; A,BetC sont des ensembles flous.

Les résultats de la méthode de système d’inférence flou de Mamdani peuvent être facile-

ment transformés en une forme linguistique comme résultat d’inférence avant la défuzzi-

fication car le résultat de l’inférence est un ensemble flou . Le processus de la méthode

Mamdani se déroule en six étapes [50] :

Tout d’abord, (1)la détermination des règles floues nécessaires.

Ensuite, (2) il y a la conversion des entrées nettes en entrées floues en utilisant la fonction

d’appartenance.
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Ensuite, (3) les entrées floues doivent être rassemblées selon les règles floues.

Ensuite, (4) le conséquent de la règle est déterminé en joignant le poid de la règle et (4)

la sortie de la fonction d’appartenance.

Ensuite, (5) toutes les conséquences doivent être combinées pour obtenir la distribution

de la sortie.

Enfin, (6) la distribution de la sortie est défuzzifiée. La figure 2.8 illustre le système d’in-

férence floue de Mamdani.

FIGURE 2.8 – Exemple d’un système d’inférence de Mamdani

2.5 Le système d’inférence de Sugeno

Cette méthode floue a été présentée en 1985 par Takagi, Sugeno et Kang [103]. Elle

est très similaire à la méthode Mamdani, sauf que la conséquence de la règle est modifiée,

où une fonction mathématique est utilisée pour la variable de sortie au lieu de l’ensemble

flou [15]. Le format général de la règle pour la méthode floue de Sugeno est le suivant :
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Si x est A et y est B Alors z est f(x, y)

où x, yetz sont des variables linguistiques ; AetB sont des ensembles flous ; et f(x, y) est

la fonction mathématique. La figure 2.9 illustre le système d’inférence floue de Sugeno.

La méthode Sugeno est efficace sur le plan des calculs et fonctionne bien avec les tech-

niques d’optimisation et d’adaptation, ce qui la rend très intéressante dans les problèmes

de contrôle, en particulier pour les systèmes dynamiques non linéaires.

Habituellement, f(x, y) est un polynôme dans les variables d’entrée x et y mais il peut

s’agir de n’importe quelle fonction tant qu’elle peut décrire de manière appropriée la sor-

tie du modèle dans la région floue spécifiée par l’antécédent de la règle. Lorsque f(x, y)

est un polynôme du premier ordre, le système d’inférence floue qui en résulte est appelé

modèle flou Sugeno du premier ordre qui a été proposé dans [103]. Lorsque f(x, y) est

une constante, il s’agit du modèle flou d’ordre zéro de Sugeno, qui peut être considéré

comme un cas particulier du modèle flou de Mamdani, dans lequel la conséquence de

chaque règle est spécifiée par un singleton flou ou par une conséquence pré-défuzzifiée

FIGURE 2.9 – Exemple d’un système d’inférence Sugeno
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2.6 Classification à base des règles floues

2.6.1 Principe de classification floue

La classification floue est une extension naturelle de la classification traditionnelle,

de la même manière que les ensembles flous étendent les ensembles classiques. Dans

une classification précise, chaque objet est affecté à une classe exacte, ce qui signifie

que le degré d’appartenance de l’objet est de 1 dans cette classe et de 0 dans toutes les

autres. L’appartenance des objets dans les classes est donc mutuellement exclusive. En

revanche, une classification floue permet aux objets d’appartenir à plusieurs classes en

même temps ;De plus, chaque objet a des degrés d’appartenance qui expriment dans quelle

mesure cet objet appartient aux différentes classes [112].

Dans les classificateurs flous conventionnels, l’espace de chaque exemple d’entrée est

divisée en plusieurs intervalles.Ensuite, chaque intervalle est considéré comme un en-

semble flou et une fonction d’appartenance associée est définie. Ainsi, l’espace d’entrée

est divisé en plusieurs sous-régions qui sont parallèles aux axes d’entrée. Pour chaque

sous-région, une règle floue est définie ; si l’entrée se trouve dans la sous-région, l’entrée

appartient à la classe associée à la sous-région. Ensuite, les degrés d’appartenance d’une

entrée inconnue pour tous les ensembles flous sont calculés et l’entrée est classée dans la

classe avec le degré d’appartenance maximum. Par conséquent, les fonctions d’apparte-

nance influencent directement les performances du classificateur flou . Lorsque le système

de classification est composé d’un ensemble de règles floues, il est appelé système de clas-

sification basé sur des règles floues, ou Fuzzy rule based classification system (FRBCS)

en anglais [4].

En peut générer des base de règles d’un système de classification avec l’un des trois

types de règles suivants [56] :

A. Les règles floues avec une classe dans le conséquent. Ce type de règle a la structure

suivante :
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Rq : Si x1 est Aq1 et ... et xn est Aqn Alors Cq

B. Des règles floues avec une classe et un degré de certitude dans le conséquent

Rq : Si x1 est Aq1 et ... et xn est Aqn Alors Cq avec CFq

Où x = (x1...xn) est un vecteur de carctéristique à n-dimensions, Aqi est un ensemble

flou antécédent pour le ième attribut, Cq est une classe conséquente, et CFq est un degré

de certitude ( poids de la règle)

C. Le troisième type avec plusieurs classes conséquentes est écrit pour les problèmes

de classification de M-classes comme suit :

Rq : Si x1 est Aq1 et ... et xn est Aqn Alors classe1 avec CF1 et ... classeM avec CFqM

Où CFqM est le degré de certitude de la classe M .

FIGURE 2.10 – Le processus de classification à base des règles floues
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2.6.2 Méthodes de raisonnement (décision)

Il existe plusieurs méthodes de raisonnement floues pour classer de nouveaux exemples

à l’aide de règles floues. Dans ce travail, nous nous intéressons aux deux méthodes les plus

utilisées. La première méthode est basée sur un seul gagnant, où une seule règle gagnante

est utilisée pour classer les exemples présentés. La deuxième méthode, quant à elle, se

base sur le vote où la classification est effectuée par une procédure de vote selon toutes

les règles. Pour plus de détail sur les méthodes de raisonnement flou pour les problèmes

de classification, le lecteur peut consulter Cordon et al [28].

Méthode basée sur un seul gagnant

Soit S un ensemble de règles floues de la forme (B) de la section (2.6.1). Ce système

peut être utilisé comme un système de classification à base de règles floues. Dans ce

système, la règle gagnante, Rg, pour un nouvel exemple xp = (xp1, ..., xpn), est celle qui

satisfait :

µg(xp).CFg = max{µq(xpn).CFq|Rq ∈ S}

Autrement dit, la règle gagnante a le produit maximal du degré de compatibilité et du

poids de la règle. Si plusieurs règles linguistiques ont le même produit maximal mais des

classes conséquentes différentes pour le nouvel exemple xp, la classification de xp est

rejetée. La classification est également rejetée si aucune règle linguistique n’est compa-

tible avec le nouvel exemple xp. Lorsque nous utilisons la méthode du gagnant unique,

chaque règle linguistique a sa région de décision. En d’autres termes, chaque règle lin-

guistique est responsable de la classification des nouveaux exemples dans sa région de

décision. Cela conduit à une grande transparence du processus de classification des nou-

veaux exemples [55].

Comme nous savons qu’une seule règle est responsable de la classification d’un nou-

vel exemple, nous pouvons expliquer pourquoi cet exemple est assigné à une classe par-

ticulière par notre système de règles. C’est un avantage de la méthode basée sur un seul
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gagnant par rapport aux méthodes de raisonnement flou.

Méthode basée sur le vote

Selon la méthode basée sur le vote ; pour classer un nouvel exemple, chaque règle vote

pour sa classe conséquente. Le produit du degré de compatibilité et du poids de la règle

est utilisé comme le degré de certitude du vote par cette règle. Lorsqu’un nouvel exemple

xp est classé par un ensemble de règles selon la méthode du vote, le vote total pour chaque

classe est calculé comme suit :

VClassh =
∑
Rq∈S,
Cq=h

µAq(xp).CFq

Dans le cas de la méthode du seul gagnant, une seule règle est identifiée pour la classi-

fication d’un nouvel exemple, tandis que dans la méthode du vote toutes les règles compa-

tibles sont responsables et avec différents degrés de responsabilité [55]. Cela rend difficile

d’expliquer comment un nouvel exemple est classé avec l’ensemble de règles.

2.6.3 Domaine d’application de la classification floue

La classification floue a été largement utilisée dans de divers domaines. Ceci est dû à la

capacité des système flous a traité les imprécisions dans les problèmes réels. Par exemple

dans le domaine médical, ou le diagnostic est souvent considéré comme un problème de

classification, les données actuellement collectés sont très massive et présentent beau-

coup d’incertitude et d’imprécisions. L’application des techniques de logique floue offre

ainsi de précieux outils d’une part, pour le traitement des données, et d’autre part, pour

modéliser les connaissances acquises des experts. Le tableau (2.1) montre les différents

domaines d’applications de la classification floue.
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Domaine Applications Références

Médicale -Cancer du sein [85], [78], [45], [76].

-Diabet

- Cardiotocographie

- Cancer de la thyroïde

Traitement d’image -Reconnaissance d’écriture [61], [100], [48], [58].

-Segmentation

-Reconnaissance des empreintes digitales, des visages

-La segmentation des images IRM

-La segmentation des images satellitaires

-Localisation d’objets dans des images

Commerce en ligne -La catégorisation des documents [104], [17], [10].

-Le marketing

-la gestion de la clientèle

-Base de données clients en ligne

TABLE 2.1 – Quelque domaines d’applications de la classification floue

2.7 Conclusion

Dans ce chapitre, les concepts de la théorie des ensembles flous nécessaires pour com-

prendre le travail présenté dans cette thèse ont été introduits. Le concept de sections 2.1

est le concept de base de la logique floue et des systèmes d’inférences. Des représenta-

tions des fonctions d’appartenance les plus utilisées sont données, ainsi que les opérateur

logique. Nous nous sommes intéressés aux concepts de base de la classification à base des

règles floues, et nous avons présenté quelque méthode de raisonnement pour classifier un

nouvel élément.

Comme nous avons vu dans les sections du chapitre la construction d’un système flou
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passe par plusieurs étapes, chacune peut influence la performance du système. Pour cela

plusieurs méthodes dans littérature ont été consacré, des méthodes optimisation des fonc-

tions d’appartenance, le poids de la règle, le nombre des règles floues et d’autres feront

l’objet du chapitre suivant .



CHAPITRE 3

Optimisation des règles floue par les méthodes

bio-inspirées.

Sommaire
3.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

3.2 Des algorithmes bio-inspirés pour la classification basée sur des

règles floues (FRBCSs) . . . . . . . . . . . . . . . . . . . . . . . . . 46

3.3 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

3.1 Introduction

De nombreux problèmes peuvent être exprimés comme des problèmes de reconnais-

sance des formes. C’est pourquoi le développement de classificateurs efficaces est de-

venu un domaine de recherche important. Diverses techniques ont été proposées pour

produire des classificateurs [95] Dans le domaine de la classification, l’objectif est d’as-

signer l’exemple ou l’échantillon à la classe associée, sur un ensemble de classes prédéfi-

nies, en fonction des valeurs de certains caractéristiques des exemples. Les problèmes de

45



CHAPITRE 3. OPTIMISATION DES RÈGLES FLOUE PAR LES MÉTHODES
BIO-INSPIRÉES. 46

classification peuvent être traités en utilisant différentes approches. Les approches floues

sont devenues l’une des solutions bien connues pour les problèmes de classification. Dans

la classification floue, un échantillon peut être associé à de nombreuses classes différentes

avec des degrés différents. Dans les problèmes de classification, de nombreuses approches

ont été proposées pour la génération et l’apprentissage des règles floues SI-Alors à partir

de données numériques [54]. L’une de ces dernières est l’approche bio-inspirée comme

l’algorithme génétique, le système immunitaire, l’optimisation par colonies de fourmis,

l’optimisation par l’essaim de particules.................etc.

3.2 Des algorithmes bio-inspirés pour la classification ba-

sée sur des règles floues (FRBCSs)

3.2.1 Algorithme génétique pour les FRBCS

3.2.1.1 Brève description de l’algorithme génétique

Les algorithmes génétiques GA sont des algorithmes d’optimisation stochastique basé

sur l’évolution avec un potentiel de recherche global proposé par Holland en 1975. L’al-

gorithme commence par l’initialisation d’une population de solution (chromosome). De

nouvelles solutions (progéniture/enfants) sont formées en sélectionnant des solutions en

fonction de leur fitness (les meilleurs).Les trois principaux opérateurs génétiques en GA

sont : la sélection, le croisement et la mutation [14], [75]. Les étapes de l’algorithme gé-

nétique sont les suivantes [75] :

1. [Début] Générer une population aléatoire de n chromosomes (solutions possibles pour

le problème)

2. [Fitness] Evaluez la fitness f (x) de chaque chromosome x dans la population

3. [Nouvelle population] Créez une nouvelle population en répétant les étapes suivantes

jusqu’à ce que la nouvelle population soit complète.
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a. [Sélection] Sélectionner les deux chromosomes parents d’une population en fonction

de leur forme physique (fitness) (plus ils sont en bonne forme physique, plus ils ont de

chances d’être sélectionnés).

b. [Croisement] Avec une probabilité de croisement, croiser les parents pour former une

nouvelle progéniture (génération) (enfants). Si aucun croisement n’a été effectué, la pro-

géniture est une copie exacte des parents.

c. [Mutation] Avec une probabilité de mutation, muter les nouveaux progénitures à chaque

locus (position dans le chromosome).

d. [Acceptation] Placer une nouvelle progéniture dans une nouvelle population.

3.2.1.2 Application de l’algorithme génétique aux FRBCS

De nombreux travaux dans la littérature ont utilisé des algorithmes génétiques pour

générer des règles floues Si-Alors et régler (ajuster) les fonctions d’appartenance des

ensembles flous, antécédents et conséquents [51]. Dans [110] ils ont développé un algo-

rithme génétique flou pour générer un ensemble de règles de classification floue, la perfor-

mance a été meilleure en termes de précision prédictive de l’ensemble de règles découvert.

Pour la phase d’apprentissage, il existe plusieurs applications avec des algorithmes évo-

lutifs comme dans [27] O.Cordon et al. ont décrit un processus d’apprentissage génétique

en multi-étape qui intègre des méthodes de raisonnement flou (FRMs) en coopération

avec les bases de connaissances (KBs) ce processus apprend le meilleur ensemble des

protections linguistiques pour des termes linguistiques variables, en conservant ainsi les

fonctions descriptives du système de classification. D’autres recherches [11] les auteurs

ont également utilisé la programmation génétique pour l’apprentissage des FRBCS avec

une grande capacité d’interprétation. . Dans la littérature, plusieurs algorithmes ont été

proposés pour la sélection des exemples et des caractéristiques : J.J.Aguilera et al. [5]

ont analysé différents algorithmes génétiques de niching pour la sélection des caractéris-

tiques, l’ensemble des solution optimal qu’il fournissent sont regroupées dans un multi-
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classificateur. Dans ce travail, ils prouvent que l’AG avec compensation est l’AG de ni-

ching qui présente une meilleure performance en précision, réduction et convergence .

Dans [102] D.G.Stavrakoudis et al. ont proposé l’utilisation d’un schéma de sélection des

caractéristiques locales pour la sélection efficace des caractéristiques pertinentes pendant

la conception des FRBCSs génétiques selon l’approche IRL( Iterative Rule Learning).

Pour la sélection des exemples : B.Giglio et al. [46] analysé l’influence des méthodes de

sélection des exemples pour la sélection des ensembles d’apprentissage avec système gé-

nétique flou pour la classification et ils utilisent la technique TSS (Training Set Selection)

dans le but de réduire le nombre de règles tout en conservant la plus grande précision. De

plus, les auteurs dans [38] ont également utilisé la technique des TSS comme technique de

sélection avant d’appliquer le GA pour la génération des FRBCS afin de réduire la com-

plexité des FRBCS générés et diminuer le nombre des exemples dans les ensembles de

données en préservant ou augmentant leur précision. Pour faire face au problème d’un de-

gré d’incertitude dans la définition des partitions floues J.Sanz et al. ont utilisé le concept

IVFS (Interval-Valued-Fuzzy-Set) pour caractériser les étiquettes linguistiques qui com-

posent les attributs du problème. ils améliorent les performances des FRBCS grâce à la

coopération entre l’IVFS et à l’étape de réglage génétique post-traitement au cours de

laquelle l’amplitude du support des IVFS est réglée, ce qui permet d’améliorer la préci-

sion de la classification [93]. Dans [94], ils ont appliqué cette méthodologie à la classi-

fication des patients en fonction de leur risque de souffrir de maladies cardiovasculaires.

Dans [83], les auteurs ont proposé un algorithme génétique intégré à la logique floue

pour la génération de règles de classification floue (FCR) à partir d’ensembles de don-

nées contenant un attribut mixte (attribut catégorique et continu). Un système co-évolutif

est proposé par R.R.F. Mendes et al. dans [74] pour le développement des FCR, ce sys-

tème utilise deux algorithmes évolutifs : Un GP pour l’évolution d’une population de

d’ensemble de règles floues, une population d’appartenance simple et évolutive. Basé sur

l’algorithme génétique et la formulation de programmation entière J. Sanz et al. ont pro-

posé une approche heuristique hybride (hGA) qui fournit un mécanisme plus précis et
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plus robuste pour les problèmes linguistiques (ils ont utilisé GA pour générer différentes

règles pour chaque classe et IPF pour sélectionner une règle parmi celles obtenues par

GA) [9]. K. Trawinski et al. ont proposé un système de classification basé sur des règles

linguistiques floues jouant le rôle de la méthode de combinaison de système de multi-

classificateur (un FRBCS-CM) il a été construit sous une AG spécifique qui est utilisée

avec la possibilité de sélectionner des caractéristiques et des termes linguistiques dans les

parties antécédentes des règles, effectue à la fois la fusion du classificateur et la sélection

du classificateur au niveau de la classe [106].

3.2.2 Système immunitaire artificiel pour FRBCSs

3.2.2.1 Brève description de Système immunitaire artificiel

Proposé par Dasgupta, en 1999, AIS consiste en des méthodes qui s’inspirent du sys-

tème immunitaire biologique et conçues pour résoudre des problèmes du monde réel, Les

principales caractéristiques du système immunitaire sont l’apprentissage, l’adaptabilité

et les mécanismes de la mémoire, qui en font une source d’inspiration riche [60]. Les

types standard d’AIS sont : la sélection négative, la sélection clonale et les réseaux im-

munitaires. Les étapes du Système immunitaire artificiel par la sélection clonale sont les

suivantes [44] : 1. Initialisation : créer une population initiale aléatoire d’anticorps, P0.

Répétez les étapes 2 à 7 si une condition de terminaison prédéfinie n’est pas remplie.

2. Évaluation et sélection 1 : Sélectionner un sous-ensemble, F, des anticorps les plus

adaptés de Pt en fonction d’une fonction d’aptitude (f(abi))

3. Clonage : Pour chaque ab ∈ F , créer un ensemble de clones, Ci de sorte que |Ci| =

nc(abi). L’ensemble de tous les clones, C = ⋃
iCi

4. Mutation : Muter chaque clone c ∈ C par une fonction am(f(abi), ρ) Ajouter le clones,

C’ , à Pt pour donner P ′t

5. Évaluation et sélection 2 : sélectionner un sous-ensemble, F ′ des anticorps les plus

adaptés de P ′t
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6. La diversité : Ajouter r nouvelles cellules-B générées de manière aléatoire à F ′ donne

une nouvelle population Pt”

7. La mort : Ne retenez que les meilleurs membres |Pt| de Pt” pour donner Pt+1 ; toutes

les autres cellules-B sont considérées comme mortes.

3.2.2.2 Application de Système immunitaire artificiel pour FRBCSs

R.T. Alves et al [7] ont proposé un algorithme utilisant le Système Immunitaire Artifi-

ciel (SIA) pour générer des FRBCS de la forme "Si-Alors" basée sur le principe de sélec-

tion clonale appelé (IFRAIS). Cet algorithme est composé de deux parties : une procédure

séquentielle de recouvrement et une procédure d’évolution des règles. Ils représentent

chaque règle de classification par un anticorps. Pour classer les nouveaux exemples (anti-

gènes), ils tiennent compte de l’adéquation d’une règle floue et de l’affinité entre la règle

et la nouvelle instance. Dans [67] Z.Lei et al. ont proposé un algorithme pour concevoir

un système de classification floue représenté sous la forme "Si-Alors" basé sur le principe

du système immunitaire (FAIS). Ils trouvent un bon compromis entre le nombre de règles

floues "Si-Alors" et la précision de la classification. Cet algorithme a également inclus

une étape pour trouver la redondance entre les ensembles flous dans le système de sim-

plification et de réduction base de règles. E. Kamalloo et al [60] ont proposé une méthode

(FAIS) similaire à [67]. Ils ont combiné la logique floue et les concepts AIS, la logique

floue est appliquée pour extraire les règles floues. Cette approche permet de prédire la

probabilité que les clients obtiennent une cote de crédit.

3.2.3 L’optimisation par colonies de fourmis (ACO) pour FRBCSs

3.2.3.1 Brève description de L’optimisation par colonies de fourmis

L’optimisation des colonies de fourmis (ACO) est une technique probabiliste propo-

sée par Dorigo & Di Caro en 1999 [34]qui peut être utilisée pour résoudre des problèmes
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qui peuvent être réduits à trouver de bons chemins le long des graphiques. Cette méthode

s’inspire du comportement présenté par les fourmis dans les trajets les plus courts entre le

nid des fourmis et les sources de nourriture en traçant des traces de phéromones [14]. Par

une décision probabiliste, les fourmis choisissent le chemin à suivre avec un biaisement

de la quantité de phéromone, la trace de phéromone la plus forte est suivie. Les étapes de

l’algorithme ANT sont les suivantes [26] :

1. [Initialisation] Initialiser la population de fourmis, Le niveau initial de phéromones

entre deux statistiques est fixé à une petite constante positive.

2. [Transition] Calculez la probabilité de transition de stat r à stat s pour la k-ème fourmi.

3. [Mis à jours] Mettez à jour le niveau de phéromone entre les statistiques. Outre le ren-

forcement des traces de phéromones, ACO inclut également l’évaporation des traces de

phéromones, afin d’aider les fourmis à oublier les mauvaises solutions.

4. Continuer les étapes (2)-(4) jusqu’à ce que le comportement stagne ou que le nombre

maximum de cycles soit atteint.

3.2.3.2 Application de L’optimisation par colonies de fourmis pour FRBCS

Dans [1], [2] les auteurs proposent une génétique hybride avec une recherche locale

basée sur l’heuristique ACO qui est utilisée dans la structure du système flou évolutif du

michigan. Cet algorithme a une grande performance pour les problèmes de classification

de détection d’intrusion. Ganji et al. [41] ont proposé un système de classification qui

appliquait l’algorithme ACO pour extraire les règles floues Si-Alors pour le diagnostic

du diabète, qu’ils ont appelé FADD. Les résultats montrent que le FADD peut classer ou

détecter le diabète avec une précision acceptable. Ganji et al [42] ont utilisé une hybri-

dation de l’ACO et de la logique floue pour classer les données médicales sous le nom

de Fc-AntMiner. Héritier d’un ACO coopératif pour l’apprentissage des règles floues est

utilisé dans l’étape d’apprentissage. Ensuite, dans l’étape de test, ils utilisent un moteur de

détection floue pour classer les exemples. Dans [43] Ganji at al. combinent aussi l’ACO
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avec la logique floue pour extraire un ensemble de règles floues pour le diagnostic du

diabète, ils l’ont appelé FCS-ANTMINER. Les applications de cet algorithme donnent

un taux de classification élevé avec un petit nombre de règles floues ’Si-Alors’ de courte

longueur.

3.2.4 L’optimisation par essaim de particules (PSO) pour FRBCS

3.2.4.1 Brève description de L’optimisation par essaim de particules

L’optimisation de l’essaim de particules (PSO) a été introduite pour la première fois

par Kennedy et Eberhart en 1995 [63], il s’agit d’une technique d’optimisation stochas-

tique basée sur la population et inspirée du comportement social du flocage d’oiseaux ou

du banc de poissons Chaque individu en essaim de PSO s’appelle particule, cela corres-

pond à la solution potentielle. Chaque particule a une valeur de fitness (pbest) : meilleure

position, position actuelle, meilleure position trouvée par son voisinage (gbest) [26], [14].

Les étapes de l’algorithme PSO sont décrites comme suit :

1. Initialisation : Initialiser les particules avec des vecteurs de position et de vitesse aléa-

toires.

2. Pour la position de chaque particule (p) évaluer la condition physique (fitness).

3. Comparez la valeur de la fitness de chaque particule avec sa valeur pbest Si la fitness

(p) est meilleure que la fitness (pbest) alors pbest= p.

4. Déterminez la particule avec la meilleure valeur de la fitness, Définissez le meilleur des

pBests comme gBest .

5. Mettre à jour la vitesse et la position des particules à l’aide d’équations appropriées.

6. Ces étapes récursives 2 à 5 se poursuivent jusqu’au critère d’arrêt rencontré.
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3.2.4.2 Application de l’algorithme d’optimisation par essaim de particules pour

FRBCSs

Récemment, certains articles utilisant PSO pour des travaux de recherche utilisant un

système combiné basé sur PSO et des règles floues pour la classification Chia-Chong

Chen [18] a proposé une méthode basée sur l’optimisation par l’essaim de particules

pour sélectionner un système de classification floue avec un nombre adéquat de règles

floues et minimiser le nombre des exemples mal classés. Cette sélection s’effectue en

guidant la procédure de recherche par l’implémentation d’une fonction fitness. Dans [61]

les auteurs ont proposé une méthode d’optimisation par l’essaim de particules (PSO) pour

générer un nombre adéquat de classificateurs de règles floues. Dans ce travail, ils ont

appliqué cet algorithme pour récupérer des images en fonction de leur couleur dominante.

Ils ont défini des ensembles flous sur les composantes H, S et L de l’espace couleur

HSL. C.Rania [86] a intégré des opérateurs de mutation avec pso pour la conception d’un

système de classificateur flou, cette base de règles évoluée et les fonctions d’appartenance

ayant pour objectif de minimiser le nombre de règles et le nombre des exemples mal

classifiés, ainsi que de maximiser le nombre des exemples correctement classés. Dans [6],

ils proposent un PSO pour générer un système basé sur des règles floues si-alors pour la

classification du cancer du sein.

3.3 Conclusion

Ce chapitre donne un aperçu de certaines méthodes bio-inspirées et de leur hybridation

avec la classification basée sur les règles floues pour générer ou sélectionner des règles

floues. Les résultats obtenus avec ces approches ont prouvé leurs performances. La plupart

d’entre eux augmentent la précision et le nombre de modèles correctement classés et ou

diminuent le nombre de règles et le nombre des exemples mal (incorrectement) classés.

L’axe de recherche dans ce domaine est ouvert pour plus d’optimisation de la règle floue

et à d’autres méthodes bio-inspirées.
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4.1 Introduction

Les systèmes basés sur des règles floues (FRBS) sont l’une des méthodes les plus

populaires en matière de reconnaissance des formes et d’apprentissage automatique. Les

FRBS ont été appliqués avec succès à une grande variété de problèmes, y compris les

problèmes de classification.

Pour construire un système de classification basé sur des règles floues, de nombreuses

tâches importantes sont effectuées : la génération, l’apprentissage,la sélection des règles,

54
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la construction des fonctions d’appartenance et l’apprentissage des poids des règles. Dans

de tels systèmes flous, le choix du nombre de règles floues et la définition des fonctions

d’appartenance et l’apprentissage du poids des règles constituent une tâche très impor-

tante.

Dans ce travail nous avons effectué une étude analytique sur l’effet des poids des règles

(CF) et les fonctions d’appartenance (MF) sur la performance du système de classifica-

tion basé sur les règles floues on se basant sur ces résultats nous avons proposé quelques

modèles de systèmes de classification à base des règles floues optimale.

4.2 Méthodes et téchniques utilisé

4.2.1 Clustering en utilisant soustractive clustering

4.2.1.1 Initialisation des fonctions d’appartenance par le clustering

Le clustering est le processus qui consiste à identifier des groupes de données si-

milaires répondant à certains critères. Les méthodes de clustering ont été uilisées pour

l’initialisation des règles floues. Le choix du nombre de règles floues et la définition des

fonctions d’appartenance constituent les tâches difficiles dans le processus de concep-

tion des systèmes flous et des classificateurs à base des règles floues. L’utilisation des

méthodes de clustering pour trouver une base de règles compacte constitue une approche

alternative aux méthodes conventionnelles basées sur les partitions en grille et la sélection

de règles.

L’avantage d’utilisation des approches basées sur le clustering pour l’initialisation des

fonctions d’appartenance, dans lesquelles chaque règle correspond à un cluster, réside

dans le fait qu’elles permettent de générer des classificateurs efficaces avec peu de règles.

En effet, dans les méthodes de partition en grille, l’espace d’entrée est divisé en toutes

les régions possibles et chacune d’entre elles est représentée par une règle floue.Ce pro-

cessus génère un grand nombre de règles, en particulier dans les problèmes de grandes
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dimensions où le nombre de règles devient exponentiellement important (malédiction de

la dimension).

FIGURE 4.1 – Initialisation des fonctions d’appartenance

La figure 4.1 présente exemple de l’application de la partition en grille et l’application

du clustering pour trouver les régions, ou chaque région représente une règle floue. En

peut remarquer que dans le cas de la partition en grilles c.à.d fig4.1(a) le nombre de règles

égale au nombre de fonction d’appartenance (K) à la puissance nombre de dimension.

Dans cet exemple k = 3 et le problème est de deux dimension alors le nombre de règles

= 32 = 9 règles.

Par contre dans le cas de clustering le nombre des règles égale au nombre de cluster c-à-d

4 règles seulement.

4.2.1.2 Soustractive clustering (SC)

La méthode soustractive clustering Chiu (1994) [23] est une modification du cluste-

ring de montagne introduit par Yager et Filev (1994) [108]. Elle permet de déterminer à

la fois le nombre de clusters et leurs paramètres qui peuvent être utilisées pour initialiser

d’autres méthodes de clustering basées sur l’optimisation. Dans notre système, cette mé-

thode est également utilisée pour déterminer le nombre de règles floues et les paramètres

des foctions d’appartenances.

Supposons que nous avons une collection de M exemples dans l’espace de N dimensions
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xi = x1, x2, ..., xN . Dans le soustractive clustering, chaque exemple est considéré comme

un centre potentiel de cluster . La mesure du potentiel d’un exemple xi étant un centre de

cluster est calculée par l’équation suivante :

Pi =
N∑
j=1

e−α‖xi−xj‖2
, α = 4/r2

a (4.2.1)

Où ‖xi − xj‖ est la distance euclidienne. ra est le rayon, une constante positive qui

définit le voisinage. La valeur potentielle de chaque exemple dépend alors du nombre de

ses proches. L’influence d’un exemple voisin diminue de façon exponentielle avec le carré

de sa distance, et le rayon, ra, définit la quantité décroissante. Par conséquent, le rayon

définit la région contenant les exemples les plus influents.

Après avoir défini le potentiel de tous les exemples, l’exemple ayant la valeur maximale

est sélectionné comme premier centre. Considérons x∗1 en tant que premier centre de clus-

ter et P ∗1 est sa valeur potentielle. Après avoir sélectionné le kième centre de cluster, le

potentiel de chaque exemple est calculé par l’équation :

Pi = Pi − P ∗k e−β‖xi−x∗
k‖

2
, β = 4/r2

b (4.2.2)

rb ,est une constante positive qui définit le rayon du voisinage où la fonction potentielle

du point de données sera réduit. Ainsi, une quantité potentielle de chaque exemple est

soustraite en fonction de sa distance par rapport au centre de cluster actuel. Les exemples

proches du centre du cluster ont un potentiel réduit et sont donc peu susceptibles d’être

sélectionnés comme centre du prochain cluster. Le processus d’acquisition de nouveaux

centres de clusters et de révision des potentiels est répété jusqu’à ce que le critère d’arrêt

soit satisfaits. Dans le cas d’une grande région homogène, le point central sera choisi

comme premier centre du cluster. Ensuite, le prochain centre de cluster sera sélectionné

parmi les exemples éloignés du premier centre et ainsi de suite. Pour plus de détails sur le

soustractive clustering, voir [23].
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4.2.2 Optimisation par essaims particulaires (OEP ou PSO)

Le PSO est proposée par Kennedy et Eberhart (1995) [63]. C’est une méta-heuristique

inspirée de la nature et méthode d’optimisation stochastique. Dans le PSO, chaque par-

ticule dans l’espace de recherche représente une solution au problème d’optimisation et

il possède ces trois propriétés : une position actuelle, une vitesse, et une meilleure posi-

tion personnelle (expérience) dans l’espace de recherche. La position de la particule est

influencée par la vitesse.

Chaque particule ajuste sa position et sa vitesse en fonction de sa meilleure position trou-

vée ( pbest ), et la meilleure expérience globale (gbest ) trouvée par les autres particules

pendant le processus de recherche. Le pbest est la position qui présente la meilleure valeur

de fitness et le gbest est la position qui donne la meilleure solution parmi toutes les posi-

tions. La vitesse (vid )et la position (xid ) sont mises à jour à l’aide de l’équation (4.2.3)

et de l’équation (4.2.4) respectivement :

vid(t+ 1) = w.vid(t) + c1.rand1(pbestid(t)− xid(t)) + c2.rand2(gbestid(t)− xid(t))

(4.2.3)

xid(t+ 1) = xid(t) + vid(t+ 1) (4.2.4)

Où c1 et c2 sont deux valeurs constantes positives, rand1 et rand2 sont deux valeurs

aléatoires dans la plage [0, 1].w est un paramètre appelé poids d’inertie utilisé pour ajuster

l’équilibre entre la recherche globale et locale [99]. Le poids d’inertie est calculé par

l’équation(4.2.5) :

w = (T − t)/T (4.2.5)

4.2.3 Optimisation en utilisant l’Algorithme de la recherche Coucou

L’Algorithme de la recherche Coucou (cuckoo search (CS)) est un algorithme basé

sur l’intelligence en essaim qui a été développé par Yang et Deb (2009) [109], inspi-
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rée du comportement naturel des coucous, en particulier des parasites obligatoires de la

couvée de certaines espèces de coucous qui pondent leurs oeufs dans les nids d’autres oi-

seaux hôtes. Les auteurs ont défini l’algorithme CS en fixant trois règles qui idéalisent le

comportement des coucous afin de devenir appropriées pour une implémentation en tant

qu’algorithme informatique :

- Chaque coucou pond un oeuf à la fois et le dépose dans un nid choisi au hasard.

- Les meilleurs nids avec des oeufs de haute qualité seront transmis aux générations sui-

vantes.

- Le nombre de nids hôtes disponibles est fixé et l’oeuf pondu par un coucou peut être

découvert par l’oiseau hôte avec une probabilité pa ∈ (0, 1). Dans ce cas, l’oiseau hôte

peut soit se débarrasser de l’oeuf, soit simplement abandonner le nid et construire un tout

nouveau nids.

La première étape de l’algorithme génère une population initiale, où les nids d’hôtes sont

positionné dans l’espace de recherche de façon aléatoire. Dans la boucle principale qui

suit, l’algorithme obtient une nouvelle position du coucou de façon aléatoire par le vol

de Lévy et évalue son fitness. Ensuite, une solution aléatoire j est choisie, qui peut être

remplacée lorsque la ième solution est meilleure. Les pires nids peuvent être abandonnés

et les nouveaux sont construits . Cependant, le maintien de la meilleure solution est effec-

tué. Lors de la génération de nouvelles solutions x(t + 1) pour, disons, un coucou est un

vol de Lévy est effectué.

xi(t+ 1) = xi(t) + αLévy(γ) (4.2.6)

4.2.4 Génération des règles floue

4.2.4.1 Formes des règles utilisées

Dans nos travaux nous utilisons deux formes de règle avec CF et sans CF .

La première forme de la règle floue SI-ALORS pour un problème de classification des

formes de H classe avec n attributs est la suivante :
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Règle Rj : Si x1 est Aj1 et x2 est Aj2 et...et xn est Ajn (4.2.7)

Alors class C = Cj

Où :

Rj est l’étiquette de la jème règle floue Si-Alors

xn = (xl, .....xn) est un vecteur des exemples à n dimensions

Aj1, ..., Ajn sont des sous-ensembles flous sur l’intervalle unitaire [0, 1],

Cj est la classe conséquente ou résultante

La deuxiéme forme de la règle floue SI-ALORS utilisé dans notre travail est comme

suit :

Règle Rj : Si x1 est Aj1 et x2 est Aj2 et...et xn est Ajn (4.2.8)

Alors class C = Cj avec CF = CFj

Où CF est le degré de certitude de la règle floue SI-ALORS R. Habituellement, CF

est un nombre réel dans l’intervalle d’unités [0,1] (c.-à-d.0 ≤ CF ≤ 1).

4.2.4.2 La procédure de génération des règles floues

Après le partitionnement de l’espace du problème de classification en sous régions

on utilisant le clustering ou bien les méthodes de partition en grille, la partie antécédente

(si x1 est A1 et x2 est A2... et xn est An) de la règle est déterminé par la projections

des régions pour trouver les degrés d’appartenance de chaque exemple x. Pour générer

la partie conséquente nous utilisons la procédure présentée dans [53] . Pour une partie

donné j représenté par la règleRj , la procédure de détermination de la partie conséquente

(c’est-à-dire la classe Cj et le poids CFj est donnée comme suit :
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Etape 1 : Calculer pour chaque classe Ch la somme des degrés de compatibilité de

toutes les exemples d’apprentissage. Exemple : xp, xp=xp1, xp2, ...xpN de cette classe

βjh =
∑
xp∈ch

(µj1(xp1) ∗ µj2(xp2) ∗ ... ∗ µjN(xpN)) (4.2.9)

Où βjh est la somme des degrés de compatibilité correspondant à la classe Cj et µji est le

ième MF correspondant à la règle j.

Etape 2 : Trouver la classe conséquente Cj pour la règle Rj. Cj est donné par :

Cj = argmaxh(βjh) (4.2.10)

Etape 3 : Si la règles contiens un poids dans ça partie conséquente, il existe plusieurs

méthodes heuristiques pour le calculer.

Après qu’un ensemble de règles S ait été donné, un exemple d’entrée xp = (xp1, xp2)est

classé par une règle gagnante unique Rj dans S. La règle gagnante floue SI-ALORS avec

l’utilisation des degrés de certitude (c.-à-d. les poids des règles), est déterminée comme

la règle avec le produit maximum du degré de compatibilité et du degré de certitude.

µ(xp).CFj = max{µ(xp).CFj|Rj} (4.2.11)

4.3 Etude théorique sur l’effet des fonctions d’apparte-

nance et des poids des règles sur la classification ba-

sée sur des règles floues

Le but de cette étude est d’examiner l’effet des degrés de certitude et des fonctions

d’appartenance sur la performance des systèmes de classification basés sur des règles

floues. Nous présentons une étude théorique basée sur l’analyse des frontière de dé-

cision et du taux de classification des exemples synthétiques. Supposons que notre es-

pace de caractéristique A est l’unité carrée [0, 1]× [0, 1]. Nous supposons également que

xp = (xp1, xp2) ,p = 1, 2, ....M sont considérés comme des exemples d’apprentissage
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de la classe H . Dans cette étude, nous utilisons une fonction d’appartenance triangulaire

symétrique pour Ai, i = 1, 2, ..., K où K est le nombre de variables linguistiques dans

chaque axe. Chaque sous-espace a sa propre règle floue.

Fonction triangulaire : définie par une limite inférieure a, une limite supérieure b et une

valeur m, où

a < m < b

.

µA =



0, x ≤ a,

x−a
m−a , a < x ≤ m,

b−x
b−m , m < x < b

0, x > b,

(4.3.12)

La génération des règles floues pour les problèmes de classification se compose de deux

phases : partition floue de l’espace des exemples et identification d’une règle floue pour

chaque sous-espace flou.

FIGURE 4.2 – Zone de décision de chaque règle floue SI-ALORS avec : (a) K=3 et (b)

K=2
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Après avoir partitionné l’espace des exemples en K2 sous-espaces flous, nous avons

déterminé une règle pour chaque sous-espace flou, nous utilisons la méthode présenté

dans la section (4.2.4).

Les règles utilisées dans ce travail sont de la forme (2) présenté dans la sous-section

(4.2.4.1). Les règles floues générées correspondant aux sous-espaces présentés dans la

Fig 4.2.(b) peuvent être écrites sous la forme :

R1 : Si x1 est S et x2 est S Alors class C = C1 avec CF1

R2 : Si x1 est S et x2 est L Alors class C = C2 avec CF2

R3 : Si x1 est L et x2 est S Alors class C = C2 avec CF3

R4 : Si x1 est L et x2 est L Alors class C = C1 avec CF4

4.3.1 Effet des poids des règles (CF)

Dans cette section, nous examinons l’effet du poids des règles sur les frontières de

décision obtenues à l’aide de règles floues SI-ALORS avec ou sans degré de certitude.

Nous considérons deux problèmes de classification. Ces problèmes sont bi-dimensionnels

et ils sont de 2 classes (’x’,’o’) présentées dans la figure 4.3.

FIGURE 4.3 – Deux problèmes synthétiques de classification (a) 1er problème : linéaire-

ment séparable (b) 2ème problème : non linéarement séparable.

Le tableau 4.1 présente le taux de classification du 1er et 2ème modèle avec et sans

CF , avec différentes valeurs de K.
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le taux de classification pour le 1er problème

K sans CF avec CF

K=2 75 86.36

K=3 72.72 81.81

K=4 81.81 95.45

le taux de classification pour le 2ème problème

K sans CF avec CF

K=2 92 67.5

K=3 67.5 90

K=4 95 97.5

TABLE 4.1 – Le taux de classification des deux problèmes de classification avec divers K

La TABLE 4.1, illustre le taux de classification, on note que l’utilisation du degré de

certitude améliore le taux de classification sauf dans le cas K=2 dans le 2ème problème de

classification.

Après avoir partitionné l’espace des exemples du problèmes de classification en K2 sous-

espaces flous ou K=3, nous avons déterminé une règle pour chaque sous-espace flou.

Les règles floues générées correspondant aux neuf sous-espaces peuvent être écrites sous

comme suit :

R1 : Si x1 est S et x2 est S Alors class C = 1 avec CF = 1

R2 : Si x1 est S et x2 est M Alors class C = 1 avec CF = 0.3

R3 : Si x1 est S et x2 est L Alors class C = 2 avec CF = 0.37

R4 : Si x1 est M et x2 est S Alors class C = 2 avec CF = 0.16

R5 : Si x1 est M et x2 est M Alors class C = 1 avec CF = 0.17

R6 : Si x1 est M et x2 est L Alors class C = 1 avec CF = 0.015
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R7 : Si x1 est L et x2 est S Alors class C = 2 avec CF = 1

R8 : Si x1 est L et x2 est M Alors class C = 2 avec CF = 0.07

R9 : Si x1 est L et x2 est L Alors class C = 1 avec CF = 1

La Fig.4.4 et la Fig.4.5 illustrent les frontières de décision obtenues à l’aide de neuf

règles floues si-alors sans et avec CF respectivement.

FIGURE 4.4 – Frontières de décision sans CF, K=3

FIGURE 4.5 – Frontières de décision avec les CF

D’après la Fig.4.4 et la Fig. 4.5 Nous pouvons noter que l’utilisation du degré de

certitude avec des fonctions d’appartenance fixe améliore les frontières de décision de cet

exemple.
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FIGURE 4.6 – Frontières de décision avec CF ajusté

le taux de classification

sans CF avec CF CF ajuster

K=2 67.5 95 97.5

TABLE 4.2 – Taux de classification avec CF ajusté pour problème de classification 2

Le taux de classification obtenu pour ce problème est de 95% avec des degrés de

certitude heuristiques calculés par la formule (4.4.15) et 67, 5% sans degrés de certitude.

Nous pouvons améliorer la performance de classification (97, 5%) et les frontières de

décision en ajustant le degré de certitude de chaque règle floue SI-ALORS, comme le

montrent la Figure 4.6 et le TABLEAU 4.2 .

4.3.2 Effet des fonctions d’appartenance (MF)

Dans cette section, nous utilisons des règles floues (forme 1) sans CF et nous avons

modifié les fonctions d’appartenance, nous utilisons un autre problème de classification

3.

La Fig.4.7 et la Fig.4.8 illustrent les frontières de décision obtenues à l’aide de quatre

règles floues si-alors ou les fonctions d’appartenance sont fixées et modifiées respective-

ment.
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FIGURE 4.7 – Les frontières de décision avec CF, K = 2

FIGURE 4.8 – Les frontières de décision avec fonction d’appartenance modifiée

Nous avons remarqué que plusieurs exemples sont mal classifiés comme le montre la

figure 4.7. Mais la modification de la fonction d’appartenance de chaque valeur linguis-

tique antécédente peut améliorer les frontières de décision même sans degré de certitude

comme le montre la figure 4.8.

le taux de classification

MF non-modifier MF modifier sans CF MF modifier avec CF

K=3 87.71 91.22 92.98

TABLE 4.3 – Taux de classification du problème de classification 3

Nous constatons que l’utilisation du degré de certitude améliore le taux de classifi-
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FIGURE 4.9 – Les frontières de décision :(a) avec CF,(b) fonction d’appartenance modifiée

sans CF (c) fonctions d’appartenance modifiées avec CF

cation et les frontières de décision, même lorsque nous modifions la fonction d’apparte-

nance. Mais l’utilisation des deux donne un meilleur résultat.

Dans cet étude, nous avons analysé l’effet de la fonction d’appartenance et du degré de

certitude dans les systèmes de classification basés sur des règles floues . L’analyse était

basée sur l’examinations du taux et des frontières de décision des problèmes synthétiques

bidimensionnelles. Pour cette tâche, nous avons effectué des tests, d’une part, avec la

fonction d’appartenance centrée et modifiée et, d’autre part, avec et sans degré de cer-

titude. Les résultats obtenus ont montré que : Premièrement, l’utilisation de la fonction

d’appartenance modifiée sans pondération de la règle a un effet significatif sur la per-

formance de la classification. Deuxièmement, l’utilisation d’une fonction d’appartenance

fixe avec les poids de la règle améliore également les performances de la classification.

Enfin, l’ajustement de ces deux fonctions améliore davantage les performances de la clas-

sification.
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4.4 Les modèles proposés

4.4.1 1er modèle :

4.4.1.1 L’idée principale

Ce modèle est un système de classification basé sur des règles floues dans lequel la gé-

nération des fonctions d’appartenance s’effectue automatiquement à l’aide d’une méthode

d’apprentissage non supervisée. La génération des fonctions d’appartenance gaussiennes

se fait en deux étapes. Premièrement, la méthode de clustering soustractive est utilisée

pour définir à la fois le nombre et les centres de clusters qui sont utilisés pour l’initiali-

sation des fonctions d’appartenances. Deuxièmement, les fonctions d’appartenance obte-

nues sont fusionnées afin d’améliorer la compréhension des règles obtenues. Pour évaluer

cette approche, des tests ont été effectués sur un exemple synthétique, la base de données

Iris et la base de données Wine.

4.4.1.2 Processus

Ce modèle inclut une méthode d’initialisation des paramètres de la fonction d’ap-

partenance à l’aide d’une méthode de clustering non supervisée (soustractive clustering).

Nous utilisons d’abord les centres de clusters et leur espace d’influence sur chacune des

dimensions de données pour générer les fonctions d’appartenance, puis nous fusionnons

les fonctions d’appartenance proches. Notre approche se compose de trois phases princi-

pales :

1. Dans la première phase : les données sont regroupées en utilisant la méthode soustrac-

tive clustering ,

2. Dans la deuxième phase, nous utilisons les résultats de la première phase pour la

construction des fonctions d’appartenance, et nous fusionnons les plus proches.

3. Dans la troisième phase, les fonctions d’appartenance générées sont utilisées dans

la génération des règles floues.
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FIGURE 4.10 – Shéma générale du premier modèle proposé

Les étapes précedentes sont détaillées comme suit :

◦ Utiliser la méthode de soustractive clustering pour trouver les clusters de la base de

données.

◦ Les centres (C) des clusters sont considérés comme les centres des MFs et le nombre

de clusters est considéré comme le nombre des MFs.

◦ Le paramètre sigma (σ) de cluster est utilisé pour initialiser la largeur (σ) de Mf

gaussienne.

◦ Les fonctions d’appartenance proches sont ensuite fusionnées comme suit :

Lorsque le sommet de l’intersection de deux MF gaussiennes avec des paramètres (c1, σ1)

et (c2, σ2) dépasse un seuil,γ. Nous les fusionnons dans un nouveau MF avec des para-

mètres (cfusion, σfusion) dont le centre est calculé par la formule suivante [101] :

cfusion = c1σ1 + c2σ2

σ1 + σ2
(4.4.13)
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FIGURE 4.11 – Exemple de fusion de deux MF

De même, la largeur de la fonction d’appartenance résultante est obtenue par [101] :

σ2
fusion = σ3

1 + σ3
2

σ1 + σ2
(4.4.14)

Les fonctions d’appartenance générées sont utilisées dans la construction de la partie

antécédente des règles floues.

La partie conséquente se construise en suivant les étapes expliquées dans la sous-section

(4.2.4.2)

4.4.1.3 Test et résultats

Pour évaluer ce modèle, nous avons effectué des tests sur des exemples synthétiques

et sur les bases de données Iris et Wine et nous les avons comparé avec une autre méthode

heuristique.

Après que les exemples synthétique ont été regroupés avec la méthode de soustractive

clustering , les centres de clusters obtenus sont les centres (C) de sept fonctions d’appar-

tenance gaussiennes pour la 1ère caractéristique,les sept centres sont : :

0.12 0.16 0.80 0.45 0.50 0.85 0.82

Pour la 2éme caractéritique, les spet centres sont :

0.16 0.80 0.26 0.21 0.70 0.66 0.90

Les écarts types des deux caractéristiques sont :
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(σ) : 0.1039 et 0.1029

La figure 4.12 présente les septs fonctions d’appartenances gaussienne générées par la

méthode proposée et leurs fusionement. Ou (b) et (d) sont les résultats de fusionnement

des fonctions d’appartenance présentée dans (a) et (c) respectivement

FIGURE 4.12 – Fusion des fonctions d’appartenance générées (MF) (a). MFs générées

pour la caractéristique 1 (b). MFs fusionnées pour la caractéristique 1 (c). MFs générées

pour la caractéristique 2 (d). MFs fusionnées pour la caractéristique 2

Dans le tableau 4.4. nous présentons le nombre de règles et le taux de classification

obtenus par l’utilisation de la méthode proposée sur un exemple synthétique en compa-

raison avec la méthode heuristique présentée dans [53].

Les méthodes Méthode heuristique Méthode de clustering Après la fusion

Nombre de règle 9 7 7

Taux de classification 85.83% 94.16% 96.66 %

TABLE 4.4 – Résultats de la classification de l’exemple synthétique.

Dans la figure 4.13 (a), nous présentons les frontière de décision obtenue par l’uti-
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lisation de la méthode heuristique présentée dans [53] et la figure 4.13 (b) présente Les

frontières de décision obtenue par l’utilisation de la méthode proposée sur un exemple

synthétique. La figure.4.13 (c) présente les frontières de décision obtenue après fusion.

FIGURE 4.13 – Les frontières de décision de l’exemple synthétique par : (a) la méthode

heuristique [53], (b) méthode proposée, (c) fusion des MF

D’aprés figure .4.13 et le tableau 4.4 on peut noter que l’initialisation de la fonction

d’appartenance par la méthode de clustering et la fusion améliorent les frontière de déci-

sion et le taux de classification de cet exemple.

Application sur la base de données Iris

Dans un premier test, nous n’avons utilisé que les deux caractéristiques (3ème et 4ème)

pour visualiser les frontières de décision.

Après le clustering, les centres des clusters obtenus sont utilisés pour initialiser les centres

des fonctions d’appartenance gaussiennes. Pour la 3ème caractéristique , les centres calcu-

lés sont : 0,2059 0,6324 0,7941 et pour la 4ème caractéristique les centres correspondants

sont : 0.0147 0.1912 0.2941. Par ailleurs, le paramètre (σ) des Gaussiens calculés est :

0,0920 et 0,0374 pour la 3ème et 4ème caractéristique respectivement

Le tableau 4.5. présente le nombre de règles et le taux de classification obtenus à l’aide

de la méthode heuristique et de la méthode proposée pour l’initialisation de la fonction
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FIGURE 4.14 – Fonctions d’appartenance générées de : (a) la 3ème caractéristique de l’Iris

(b) la 4ème caractéristique de l’Iris

d’appartenance des 3ème et 4ème paramètres Iris.

Les méthodes Méthode heuristique Méthode proposée

3ème et 4ème

paramètres Iris

Nombre de règle 10 3

Le taux de classification 94 96

TABLE 4.5 – Résultats de la classification des 3ème et 4ème paramètres de l’Iris

FIGURE 4.15 – Les frontière de décision des 3ème et 4ème paramètres de l’iris : (a) avec la

méthode heuristique [53],(b) méthode proposée

Tableau 4.5. et figure 4.15. montrent que la méthode proposée améliore le taux de

classification avec moins de règles et améliore également les frontière de décision.
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Dans le second test, nous utilisons toutes les caractéristiques de la base de données Iris.

Le tableau 4.6 présente le nombre de règles et le taux de classification obtenu à l’aide

de la méthode heuristique et de la méthode proposée pour l’initialisation de la fonction

d’appartenance.

Du tableau 4.6 le taux de classification obtenu des données sur l’iris est de 94 % avec la

Les méthodes Méthode heuristique Méthode proposée

Nombre de règle 28 5

Le taux de classification 94 95.66

TABLE 4.6 – Résultats de la classification des données Iris

méthode heuristique et de 95,66 % avec la méthode proposée.Et le nombre de règles est

de 28 règles utilisant la méthode heuristique et 5 règles utilisant la méthode proposée. Les

tests montrent que notre approche de la construction automatique permet d’améliorer la

performance de la classification et réduire le nombre de règles floues.

Application sur la base de données Wine

Nous avons également évalué notre approche à l’aide de la base de données ”Wine”.

Les résultats obtenus sur cette base de données ont démontré une fois de plus que notre

Les méthodes Méthode heuristique Méthode proposée

Nombre de règle 12 7

Le taux de classification % 93.26 96.06

TABLE 4.7 – Résultats de la classification des données Wine

approche de construction automatique améliore les performances de classification et ré-

duit le nombre de règles floues.
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Dans ce modèle, nous avons présenté une méthode pour construire une fonction d’appar-

tenance basée sur la méthode de clustering. Le système proposé comprend deux phases

distinctes. Dans le premier cas, les fonctions d’appartenance sont déterminées à l’aide

de la méthode soustractive et d’une technique de fusion. Dans le second cas, les grades

des règles sont déterminés. Le système proposé a démontré avec succès sa compétence à

générer les fonctions d’apprtenance. Il a amélioré à la fois le taux de classification et les

frontière de décision avec peu de règles.

4.4.2 2ème modèle :

4.4.2.1 Idée principale

Ce modèle consiste en un système de classification basé sur les règles floues dans

lequel la génération des fonctions d’appartenance et des poids des règles sont effectués,

respectivement, par une méthode d’apprentissage non supervisée et d’une méthode d’op-

timisation bio inspirée. Ce modèle comprend donc deux étapes. Dans la première, la mé-

thode de soustractive clustering est appliquée aux données d’apprentissage pour obtenir de

différentes régions. Ensuite, chacune de ces régions sera représentée par une règle floue.

Les paramètres des fonctions d’appartenance, c’est-à-dire les centres et les largeurs, sont

également obtenus dans cette étape par la projection des clusters. Dans la deuxième étape,

les poids des règles sont générés automatiquement par une méthode d’optimisation bio-

inspirée. Selon la méthode d’optimisation utilisée, ce modèle comporte de deux versions :

La première est basée sur l’optimisation par essaims de particules quant la deuxième, elle

est basée sur l’algorithme de recherche coucou (cuckoo search). Les deux versions sont

basées sur l’utilisation des règles floues SI-ALORS de la 2ème forme présentée dans la

sous-section (4.2.4.1).

Nous évaluons le premier modèle en utilisant les base de données Iris et " wine " et nous

analysons les performances en comparant la méthode proposée avec d’autres différentes

méthodes de calcul du CF. Puis, nous appliquons le deuxième modèle pour la classifica-
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tion de la base de données médicale : tumeurs du cancer du sein (Wisconsin)

4.4.2.2 Processus

Les différentes phases de l’approche proposée peuvent être résumées comme suit :

◦ Dans la première étape : les données sont regroupées à l’aide de la méthode de sous-

tractive clustering.

◦Dans la deuxième étape, nous utilisons les résultats de la première phase pour la construc-

tion des fonctions d’appartenance.

◦ Dans la troisième étape, les fonctions d’appartenance obtenues sont utilisées dans la

génération des règles floues.

◦ Finalement, nous calculons le poids de la règle en utilisant l’optimisation par essaims de

particules pour la première version et l’algorithme de recherche coucou pour la deuxième

version.

FIGURE 4.16 – Shéma générale du 2ème modèle proposée (a) la première version (b) la

deuxième version

Pour la construction de la fonction d’appartenance pour les variables d’entrée, nous
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suivons les étapes suivantes :

. Appliquer la méthode de soustractive clustering pour trouver des clusters de la base de

données.

. Les centres (C) des clusters sont considérés comme les centres de MF et le nombre de

clusters est le nombre de MF.

. Le paramètre (σ) ,taille du cluster, est utilisé pour initialiser le (σ) de la MF gaussienne.

Les fonctions d’appartenance finales générées sont utilisées dans la construction de la

partie antécédente des règles floues. La partie conséquente est déterminée à partir des

exemples d’apprentissage donnés par la procédure présenté dans la sous-section (4.2.4.2).

Dans la première version le CF est calculé par le PSO où chaque particule dans l’espace de

recherche représente une solution (CF(nb règle)) au problème d’optimisation. La valeur

initiale de la position et de la vitesse sera initialisée de façon aléatoire. Nous mettons

à jour la vitesse et la position en utilisant respectivement eq (4.2.3) et (4.2.4), jusqu’à

atteindre l’objectif qui est la maximisation de la fitness ou atteindre le nombre maximum

d’itérations.

Dans la deuxième version, le CF est calculé par recherche coucou (cuckoo search) comme

suit : Une génération est représentée par un ensemble de nids d’hôtes. Chaque nid porte

un oeuf qui représente une solution (CF(nb règle)). Chaque génération porte les meilleurs

oeufs à la génération suivante (meilleure fitness). La qualité des oeufs est améliorée en

générant un nouvel oeuf à partir de l’oeuf d’un nid sélectionné au hasard, qui est formé

par un mouvement aléatoire sur l’oeuf sélectionné. Si le nouvel oeuf est supérieur à un

oeuf existant dans un autre nid choisi au hasard, alors l’ancien oeuf est remplacé par le

nouveau. Le nombre de nids reste fixe à chaque génération. Avec une certaine probabilité

Pa, un nouvel oeuf généré aléatoirement remplace l’oeuf du nid le moins bien classé. Lors

de la génération de nouvelles solutions x(t+ 1) pour un coucou i, un vol de prélèvement

est effectué en utilisant l’équation (4.2.6).
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4.4.2.3 Tests et résultats

Version 01 : Pour évaluer la méthode proposée dans la première version de ce modèle,

nous avons effectué des tests sur les bases de données Iris et Wine et nous avons les

comparer avec d’autre méthodes heuristique utiliser pour le calcule des poids des règles.

Les poids des règle floues utilisés dans la comparaison sont calculés comme suit :

CF I = (βclassC − β)/ΣH
C=1βclassC (4.4.15)

Où

β = ΣH
C=1C 6=1βclassC/(c− 1) (4.4.16)

La valeur de confiance est calculée comme suit :

c(Aq ⇒ Cq) = max(c(Aq ⇒ Classh)) | h = 1, 2, ..., H (4.4.17)

Où Aq est les conditions antécédentes de la règle floue Rq et Cq est la classe conséquente

de la règle floue Rq.

CF II = c(Aq ⇒ Cq) (4.4.18)

CF III = c(Aq ⇒ Cq)−
1

H − 1ΣH
h=1h6=1c(Aq ⇒ Classh) (4.4.19)

CF IV = c(Aq ⇒ Cq)−max(c(Aq ⇒ Classh)) | h = 1, 2, ..., H;h 6= Cq (4.4.20)

CF V = c(Aq ⇒ Cq)− ΣH
h=1h6=1c(Aq ⇒ Classh) (4.4.21)

Le tableau 4.8. présente le taux de classification obtenus de la méthode de clustering pour

l’initialisation de la fonction d’appartenance et le pso pour le calcule de CF en comparai-

son avec les cinq différents poids de règles heuristiques appliqué sur la base de données

Iris.
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les CFs CF I CF II CF III CF IV CF V PSO

Le taux % 96 96.66 96 96 96 97.33

TABLE 4.8 – Résultats de la classification sur la base Iris

Du tableau 4.8 On peut noter que le taux de classification obtenu des données de Iris

est de 96 % en utilisant la méthode de regroupement avec toutes les CF sauf en utilisant

la CF II qui donne 96,66 % et le PSO est de 97,33 %.

Les tests démontrent que notre approche de construction automatique peut améliorer la

performance de la classification avec un nombre réduit de règles floues.

Nous avons également évalué notre approche en utilisant la base de données Wine. Le

tableau 4.9. présente le taux de classification obtenus de la méthode de clustering pour

l’initialisation de la fonction d’appartenance et les cinq différents poids de règles heuris-

tiques sur la base de données Wine en comparaison avec notre proposition.

les CFs CF I CF II CF III CF IV CF V PSO

Le taux 96.06 96.06 96.06 96.06 96.06 97.99

TABLE 4.9 – Résultats de la classification sur la base Wine

Du tableau 4.9 On peut noter que le taux de classification obtenu des données de Wine

est de 96.06% en utilisant la méthode de regroupement avec toutes les CF par contre le

taux est de 97.99% pour le CF calculer par le PSO.

Les résultats obtenus sur cette base de données ont démontré une fois de plus que notre

approche de construction automatique améliore les performances de classification.

Version 02 [90] : Ce modèle est un classificateur amélioré appliqué pour le diagnostic

des tumeurs du cancer du sein. L’algorithme a été appliqué à des cas cliniques de cancer

du sein obtenus de l’Université du Wisconsin.
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Le tableau 4.10. présente le taux de classification obtenus par notre modèle, en comparai-

sant avec d’autres méthodes dans la littérature.

Méthode Proposée SNN [85] EMEM-PCA-CART

Fuzzy Rule Based [78]

NFS [45]

Le taux % 97.72 96.38 93.2 97.8

TABLE 4.10 – Résultats de la classification sur la base Wisconsin

Du tableau 4.10 On peut noter que le taux de classification obtenu des données de Wis-

consin est de 97.72% . Les résultats obtenus sur cette base de données ont démontré une

fois de plus que notre approche de construction automatique améliore les performances

de classification et donne des résulats compétitive.

4.4.3 3ème Modèle [91] :

4.4.3.1 Idée principale

L’extraction des règles floues à partir de données à l’aide de soustractive clustering

ou de toute autre méthode de clustering repose généralement sur deux étapes. La pre-

mière étape consiste à former des régions. La seconde est la génération et l’apprentissage

des règles en fonction des régions obtenues. Les méthodes de clustering sont générale-

ment appliquées à un ensemble d’échantillons non étiquetés. Par conséquent, certains des

clusters générés peuvent inclure des échantillons de différentes classes. La figure 4.17-a-

illustre un exemple d’une telle situation : les deux clusters générés incluent des exemples

des deux classes.

Dans ce cas, il est difficile de définir les parties conséquentes des règles floues correspon-

dantes, c’est-à-dire la classe conséquente. Pour faire face à ce problème, nous proposons

d’appliquer le clustering sur chaque classe séparément (Figure 4.17 -b-). Dans ce cas,
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chaque cluster comprend des échantillons de la même classe, ce qui simplifie la définition

des parties conséquentes des règles floues correspondantes.

FIGURE 4.17 – Application de soustractive clustering sur : (a) tous les ensembles de

données, (b) et sur chaque classe séparément

La méthode de soustractive clustering dépend du rayon. Ce paramètre influence le

nombre, les centres et la taille des clusters obtenus. Les petites valeurs de rayon pro-

duisent un grand nombre de clusters et par conséquent un grand nombre de règles, et

vice versa. Figure.4.18 illustre un exemple de clustering utilisant différentes valeurs de

rayon. Le nombre et les formes des clusters dépendent fortement de ce paramètre. Dans

cette figure, la partie (a) correspond a une grande valeur du rayon ce qui est traduit par

un nombre insuffisant de clusters. La partie (c) correspond a une petite valeur du rayon et

par conséquent un trés grand nombre de clusters. Finalement la partie (b) correspond a la

valeur optimale du rayon qui permet d’avoir le nombre optimale de clusters.

Ainsi, définir les valeurs optimales des rayons permet d’obtenir une base de règles floue

optimale.

Pour ce faire, nous proposons d’utiliser PSO et, pour obtenir un bon compromis préci-

sion/compacité, nous suggérons d’utiliser une fonction multi objectif qui inclut à la fois

la précision et le nombre de règles. L’objectif est d’avoir un classificateur efficace avec un
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nombre minimum de règles.

FIGURE 4.18 – Clustering soustractive avec différentes valeurs de rayon

4.4.3.2 Processus

La méthode proposée repose essentiellement sur l’application du PSO pour déterminer

les rayons optimaux permettant d’obtenir des bases de règles plus précises. Le clustering

et l’extraction des règles sont alors considérés comme la procédure d’évaluation du PSO

pour les valeurs de rayon données, cette procédure est la suivante :

• Procédure de construction de la base de règles

Le soustractive Clustering est d’abord appliqué à chaque classe séparément, puis les

fonctions d’appartenance sont définies par la projection des clusters obtenus sur chaque

dimension de l’espace de caractéristique. Nous utilisons des fonctions gaussiennes et nous

définissons leurs paramètres en considérant les centres des clusters comme leurs centres

et les valeurs sigma, en spécifiant l’espace d’influence des clusters, comme leurs largeurs.

Les fonctions d’appartenance gaussiennes sont données par :

µji(x) = exp
[
− (x− cji2σ )2

]
(4.4.22)

Où cji et σji sont, respectivement, le centre et l’écart-type des gaussiens qui correspond

à la jème règle et la ième entrée.
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Les fonctions d’appartenance calculées sont alors utilisées dans la génération des règles

floues. Chaque cluster obtenu est représenté par une règle de la forme (2) expliquer dans

la sous-section(4.2.4.1).Pour déterminer les parties conséquentes on se base sur les étapes

présenté dans la sous-section (4.2.4.2).

• La procédure principale Dans le processus principal, le PSO est utilisé pour définir

les rayons optimaux afin de construire une base de règles plus précise avec un nombre mi-

nimum de règles. Pour cette tâche, nous proposons d’utiliser une fonction multi-objectif

similaire à la fonction de coût utilisée par Ishibuchi et Murata [52] pour l’algorithme

génétique. La fonction d’objectif proposée ,à la tième itération, est :

fitness(t) = mcp.CP (t)−mr.R(t) (4.4.23)

Où mcp et mr sont deux poids constants positifs, CP (t) est le nombre des échantillons

classifiés correctement, et R(t) est le nombre de règles. On maximise le CP (t) et on mi-

nimise le R(t).

Le processus d’apprentissage de la méthode proposée est illustré à la figure 4.19. Le sys-

tème proposé se compose de deux parties : Générateur de la base de règles et optimiseur

des rayons (PSO).

FIGURE 4.19 – Le schéma général du 3ème modèle
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Les étapes suivantes donnent une explication détaillée du processus proposé :

Étape 1 : Initialisation des paramètres PSO :

Ils sont initialisées de façon aléatoire. La position est un vecteur de rayons, dans lequel

chaque rayon représente une classe.

Étape 2 : Construction de la base de règles :

Cette étape est décrite dans la sous-section précédente (4.2.4.2). Cela consiste en : Cluste-

ring par SC, Définition de la fonction d’appartenance, Définition des parties conséquentes

des règles.

Étape 3 : Évaluation du système :

La base de règles obtenue est utilisée pour classer les exemples d’apprentissage et la

fonction fitness (eq.4.7.18) est calculée. Si le critère d’arrêt (erreur minimale ou nombre

d’itérations) est satisfait : Fin. Sinon, passez à l’étape suivante.

Étape 4 : Optimisation par PSO :

Cette étape se compose de deux parties :

◦ Définissez la meilleure position (pbest) de chaque particule et la meilleure position

globale (gbest).

◦ Mise à jour de la vitesse et de la position de chaque particule selon les équations

(4.2.3) et (4.2.4) respectivement.

Revenez à l’étape 2 pour mettre à jour la base de règles, utilisez la valeur de position

(vecteur de rayons) dans la génération des règles floues, et définissez (la fitness).

4.4.3.3 Test et résultat

Dans cette sous-section, nous présentons les résultats expérimentaux du 3ème modèle

proposé, qui constitue notre contribution principale, sur différents bases de données avec

attributs numériques de la machine d’apprentissage UCI(from the UCI machine learning)

http ://archive.ics.uci.edu/ml et le dépôt de données KEEL-Dataset : http ://sci2s.ugr.es/keel/datasets.php.

Pour une évaluation crédible, nous avons comparé notre méthode avec les travaux les plus

similaires. Ainsi, nous avons considéré des approches floues basées sur l’évolution et nous
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utilisons les mêmes ensembles de données impliqués dans ces travaux. Ces ensembles de

données présentent une variété de classes (de 2 à 11), de caractéristiques (de 3 à 36) et

d’échantillons (de 150 à 6435). Nous utilisons ces ensembles de données dans leur format

original en tant qu’entrées dans le système proposé. Il s’agit notamment de : Iris, Tae,

Wine, Glass, Pima, Bupa, Haberman, Newthyroid and Satimage dataset.

Leur spécification en termes de nombre d’attributs, des exemples et de classes de sor-

tie est indiquée dans le tableau 4.11 :

Base de données Nb d’atributs Nb d’exemples Nb de classes

Iris 4 150 3

Tae 5 151 3

Wine 13 178 3

Glass 9 214 7

Pima 8 768 2

Bupa 6 345 2

Haberman 3 306 2

Newthyroid 5 215 3

Satimage 36 6435 7

Vowel 13 990 11

Yeast 8 1484 10

Segment 19 2310 7

TABLE 4.11 – Liste des ensembles de données utilisés et leurs spécifications

Dans le premier test, nous utilisons une validation croisée d’ordre dix (10 − CV ).

Chaque ensemble de données est divisé en dix sous-ensembles, neuf sous-ensembles pour

l’apprentissage et un sous-ensemble pour le test. Cette procédure est répétée dix fois pour

que le FRBCS soit évalué à l’aide de tous les exemples.
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Nous avons effectué des tests sur les ensembles de données ci-dessus où mcp et mr d’éq.

(4.4.23) sont généralement égales à 0,7 et 0,3 respectivement.

Il est à noter que le PSO n’est pas sensible à la taille de la population [99]. Dans notre

travail, nous avons utilisé des populations de 25 particules et un nombre maximal d’itéra-

tions égal à 200 était suffisant pour la convergence dans tous les tests. Nous avons comparé

nos résultats avec sept approches similaires. Les méthodes utilisées dans la comparaison

sont présentées dans le tableau 4.12.
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Méthode Titre Auteur et référence

(1) Design of Accurate Classifiers With a Compact

Fuzzy-Rule Base Using an Evolutionary Scatter

Partition of Feature Space

Ho et al., 2004 [49]

(2) Constructing Accurate Fuzzy Rule-based Clas-

sification Systems Using A priori Principles and

Rule-weighting

Fakhrahmad et al., 2007 [36]

(3) SGERD : A steady-state genetic algorithm for

extracting fuzzy classification rules from data.

Mansoori et al., 2008 [72]

(4) GPFIS-CLASS : A Genetic Fuzzy System ba-

sed on Genetic Programming for classification

problems

Koshiyama et al., 2015 [64]

(5) Enhancing evolutionary fuzzy systems for

multi-class problems : Distance-based relative

competence weighting with truncated confi-

dences (DRCW-TC)

Fernandez et al., 2016 [?]

(6) An Integer Programming Approach for Fuzzy

Rule-Based Classification Systems

Shahab and Alice, 2017 [97]

(7) Inductive Learning of Fuzzy Rule-Based Clas-

sifier with Self-Constructing Clustering

Lee et al., 2017 [66]

TABLE 4.12 – Les approches utilisées pour la comparaison

Le tableau 4.13 illustre nos résultats et ceux des approches citées dans le tableau 4.12.

Les résultats de chaque base sont les résultats moyens des 10 exécutions. Les résultats les

plus élevés sont en gras.

On peut voir que le meilleur taux obtenu pour toutes les données n’est pas trouvé par une

approche unique, mais que chaque approche a un degré d’efficacité différent d’une base à



CHAPITRE 4. CONTRIBUTION ET RÉSULTATS 89

Proposé (1) (2) (3) (4) (5)FARC-HD-v (6)

Iris 98.66 95.09 96.4 96.93 95.56 95.33 96.67 96.22

Tae 97.71 93.7 94.9 96.19 95.63 96.07 95.51 96.53

Wine 61 / / / 58.43 57.85 57.62 /

Glass 78.59 62.19 66.7 63.38 67.58 70.95 70.56 72.15

Pima 68.09 75.19 85.7 74.64 75.24 / 74.48 /

Bupa 65.8 / 62.2 / 68.39 / / /

Haberman 75.13 73.90 / / 74.15 / 74.84 /

Newthyroid 96.73 93.97 / / 95.23 97.16 95.35 /

Satimage 99.39 / / / 82.65 87.99 / /

Vowel 96.76 / / 58.53 / 99.09 / 75.65

Yeast 50.66 / / 56.53 / 62.15 / 62.10

Segment 96.80 / / 84.94 88.36 96.84 93.85 /

TABLE 4.13 – Résultats de la classification (précision%) à l’aide de 10− CV

une autre.

Nos résultats montrent des améliorations en ce qui concerne les résultats de classification

dans la majorité des bases de données à l’exception de Bupa et Pima qui ne possèdent

que deux classes. Cela peut s’expliquer par le fait que le système proposé est plus efficace

pour les problèmes avec un grand nombre de classes : PSO optimise plus de paramètres

dans ces problèmes.

Afin de faire plus de comparaisons, c’est-à-dire en tenant compte à la fois de la précision

et du nombre de règles, nous avons effectué un deuxième test en utilisant la validation

croisée d’ordre deux (2 − CV ). Cette fois-ci, chaque ensemble de données est divisé en

deux sous-ensembles, un pour l’apprentissage et l’autre pour le test. Cette procédure est

répétée deux fois.



CHAPITRE 4. CONTRIBUTION ET RÉSULTATS 90

Méthode proposée (chen et al.,2016) [22]

taux Nb de règles taux Nb de règles

Iris 98.66 8.5 93.02 22.38

Tae 96.06 49.5 / /

Wine 57.63 25.5 / /

Glass 61.21 21 60.67 23.98

Pima 74.34 15.5 73.19 36.32

Bupa 64.05 38.5 / /

Haberman 75.81 17 74.18 13.47

Newthyroid 96.75 12 91.13 16.88

Satimage 99.14 63.5 / /

TABLE 4.14 – Résultats de la classification (précision % et nombre de règles) à l’aide de

2− CV

Le tableau 4.14 montre le taux de classification obtenu et le nombre de règles pour

chaque méthode. Les résultats sont comparés avec (Chen et al., 2016) [22] qui utilise

l’optimisation par l’essaim de particules dans la recherche d’un ensemble de poids de

règles optimales.

Les résultats obtenus montrent que la méthode proposée est supérieure à l’autre méthode

en termes de précision et de nombre de règles.

Nous complétons l’analyse en effectuant un test d’hypothèse statistique non para-

métrique pour la comparaison de deux classificateurs. Nous utilisons le test Wilcoxon

Signed-Ranks Test, qui est un test de comparaison par paires pour déterminer l’exis-

tence d’une différence significative de performance entre deux classificateurs. Considé-

ronsR+la somme des rangs pour les fonctions où le premier algorithme dépasse le second

et R−la somme des rangs où le second algorithme dépasse le premier.
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R+ et R− sont calculés par eq. (4.7.24) et éq. (4.7.25) comme suit [31] :

R+ = Σdi>0rank(di) + 1
2Σdi=0rank(di) (4.4.24)

R− = Σdi<0rank(di) + 1
2Σdi=0rank(di) (4.4.25)

Où di est la différence entre les scores de performance des deux algorithmes sur ième

parmi N cas. Pour chaque comparaison, nous considérons les méthodes avec les résultats

disponibles pour chaque ensemble de données.

Poposé vs. R+ R− vleur-p

(1) 16.0 5.0 0.208413

(2) 11.0 4.0 0.280713

(3) 21.0 7.0 0.204894

(4) 43.0 12.0 0.102918

(5) 30.0 15.0 0.343253

(6) 29.0 7.0 0.107328

(7) 11.0 4.0 0.280713

TABLE 4.15 – Test de Wilcoxon pour comparer l’approche proposée[R+] et les autres

méthodes[R−] en 10− CV .

Poposé vs. R+ R− valeur-p

(Chen et al., 2016) [22] 15.0 0.0 0.030971

TABLE 4.16 – Test de Wilcoxon pour comparer l’approche proposée[R+] et la méthode

de Chen et al (2016) [22][R−] en 2− CV

Les tableaux 4.15. et 4.16. présentent l’analyse statistique réalisée à l’aide du test de

Wilcoxon Signed-Ranks. En tenant compte de la précision dans le test, les meilleures va-

leurs sont indiquées en caractères gras. Ces tableaux montrent que l’algorithme que nous
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proposons est statistiquement meilleur que les autres méthodes utilisées dans la compa-

raison.

La complexité temporelle de la méthode proposée est faible et elle augmente linéaire-

ment avec la dimension du problème et le nombre de clusters. Ceci s’explique par les

trois points suivants. Premièrement, notre méthode est basée sur le clustering, qui gé-

nère moins de règles que les approches basées sur des partitions en grille. En effet, dans

les méthodes de partitions en grille, l’espace des entités est divisé en toutes les régions

possibles et chacune d’entre elles est représentée par une règle floue. Par conséquent,

un nombre exponentiellement croissant de règles sont générées.Deuxièmement, les avan-

tages du clustering soustractive par rapport aux autres méthodes de clustering en termes

de complexité temporelle résident dans le fait qu’il n’implique aucune optimisation ité-

rative non linéaire et que le calcul n’augmente que linéairement avec la dimension du

problème Chiu (1994).Troisièmement, PSO est un algorithme d’optimisation simple avec

seulement deux équations dans chaque itération. Par exemple, par rapport aux algorithmes

génétiques, le PSO est beaucoup plus simple puisqu’il ne comporte ni opérations de croi-

sement ni opérations de mutation. Dans notre travail, le nombre de paramètres optimisés

utilisant PSO est égal au nombre de classes.

4.5 Conclusion

Dans ce chapitre, nous avons effectué une étude analytique sur l’effet des poids des

règles et des fonctions d’appartenance, puis proposé trois modèles de classification. Dans

le premier modèle nous avons optimisé les fonctions d’appartenance par fusion. Dans le

deuxième modèle nous nous sommes basés sur le clustering pour générer les règles floues

et les métaheuristiques bio-inspirées pour l’optimisation des poids des règles. Dans ce

modèle nous avons utilisée l’optimisation par essaim de particules (PSO) et l’algorithme

de recherche coucou (cuckoo search). Finalement, dans le troisième modèle, qui constitue

notre principale contribution, nous avons optimisé et déterminé les valeurs adéquates des
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paramètres d’entrée de la méthode de clustering en utilisant le PSO, afin de déterminer un

nombre optimal de règles.

D’après les résultats obtenus nous pouvons déduire les points suivant :

◦ les fonctions d’appartenance et les poids des règles influencent sur les performances de

la classification basée sur les règles floues.

◦ Le fusionnement des fonctions d’appartenance a amélioré les performances de classifi-

cation et réduit le nombre de règles floues.

◦ L’utilisation des méthodes bio inspirées pour le calcul des poids des règles a montré son

efficacité.

◦ L’Application du soustractive clustering sur chaque classe séparément et l’utilisation du

PSO pour optimiser les rayons donne des résultats satisfaisants.

◦ Les systèmes proposés ont démontré avec succès leur capacité à générer les fonctions

d’appartenance et les degrés de certitude.



CONCLUSION
Conclusion et perspective

Cette thèse s’est attachée à la classification floue qui a prouvée son efficacité face

aux données imprécises, contradictoires et ambiguës. Notre objectif était de développer

des classificateurs à base des règles floues qui permettent un bon compromis précision-

compacité. Nous avons ainsi proposé trois modèles qui se basent essentiellement sur les

méthodes de clustering et les méthodes d’optimisation bio-inspirées.

D’abord nous avons effectué une étude théorique sur l’effet des fonctions d’appartenance

et les poids des règles sur les performances du classificateur à base de règles floues. Les

tests de cette étude ont été effectués sur des problèmes synthétiques bidimensionnelles, et

sur les bases de données Iris et Wine.

Nous avons ensuite proposé trois modèles :

Le premier modèle consiste à utiliser le soustractive clustering pour la génération des

fonctions d’appartenance et à utiliser un algorithme de fusionnement afin de réduire le

nombre des fonctions d’appartenance et le nombre des règles floues.

Dans le deuxième modèle nous avons utilisé aussi le soustractive clustering pour l’ini-

tialisation des fonctions d’appartenance. Pour le calcul des poids des règles, nous avons

utilisé deux méthodes d’optimisation bio-inspirées, deux versions de ce modèle ont été

ainsi proposées. La première version est basée sur l’optimisation par essaim de particules.

Cette version a été évaluée sur les bases de données Iris et Wine. Quant la deuxième ver-

sion, elle est basée sur l’algorithme de recherche coucou. Cette version a été utilisée pour
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le diagnostic médical et appliquée sur la base de données du cancer du sein (wisconsin).

Pour le troisième modèle, qui constitue notre contribution principale, l’idée principale se

base sur le fait que la méthode de soustractive clustering dépend du rayon, dont sa va-

leur affecte le nombre de clusters obtenus. Généralement, ce paramètre est prédéfini par

l’utilisateur. Le principe de ce modèle repose essentiellement sur la détermination auto-

matique des valeurs optimales de ce paramètre avec le PSO. Pour obtenir un bon compro-

mis précision-compacité, nous avons proposé d’utiliser une fonction multi-objective qui

minimise le nombre de règles et maximise le taux de classification. Ce modèle a été testé

sur les bases de données Iris, Tae, Wine, Glass, Pima, Bupa, Haberman, Newthyroid et

Satimage. Après avoir implémenter nos modèles et les tester sur les différentes bases de

données, ils ont permis d’avoir des solutions satisfaisantes dans la plupart des cas. En les

comparant avec d’autres méthodes récentes, ils ont montré leur compétitivité en termes

de précision et de nombre de règles.

Les résultats obtenus nous ont permis de dresser les perspectives de recherche suivantes :

• Proposer d’autres méthodes pour le fusionnement des fonctions d’appartenance.

• Utiliser d’autres méthodes d’optimisation bio-inspirés et de clustering afin d’améliorer

davantage l’efficacité, la simplicité et la compréhensivité des classificateurs flous.

• Introduire des Systèmes d’Aide au Diagnostic Médical basés sur la classification floue

et bénéficier des avantages des systèmes flous, notamment de leur compréhensivité et de

leur capacité à gérer les données imprécises.
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